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RESUMO

Meétodos de aprendizado profundo trouxeram avangos revoluciondrios para diversas
areas da sociedade devido a sua grande capacidade de aprendizagem pela exposi¢do
aos dados. Essa revolucdo vem sendo observada principalmente apds a revisitagao
das Redes Neurais Convolucionais, que, com o vasto poder computacional e dados
que estdo disponiveis atualmente, permitiram aumentar substancialmente o desen-
volvimento de sistemas multimidia inteligentes, que entregam resultados melhores
e mais rapidos que operadores humanos. Contudo, a inferéncia de tais sistemas em
ambientes ndo controlados pode sofrer degradacdo de desempenho, por exemplo,
quando aplicados no mundo real em dados ndo-rotulados. Sabe-se que rotular um
conjunto de dados é uma tarefa custosa e propensa a erros, existindo casos que se-
riam até mesmo impossiveis. Como forma de evitar esse trabalho, abordagens ingé-
nuas treinam modelos de aprendizado profundo em conjuntos de dados rotulados
(i. e. dominios-fonte) que sejam similares ao conjunto de dados ndo-rotulado de teste
(i.e. dominio-alvo). Porém, essa abordagem pode ndo gerar resultados ideais. Nor-
malmente, os conjuntos de dados rotulados usados como dominio-fonte apresentam
uma mudanca de dominio com relagdo ao dominio-alvo e, além disso, no pior caso,
seu conjunto de classes pode também nao representar completamente todas as classes
necessdrias para uma correta classificacdo do dominio-alvo. Cada um desses proble-
mas, individualmente, sdo objetivo das areas de pesquisa da Adaptacdo de Dominio
Nao-Supervisionada (UDA) e Reconhecimento de Conjunto Aberto (OSR). Com base
nesses problemas, este trabalho apresenta duas principais contribui¢des. A primeira
consiste no desenvolvimento das Camadas de Alinhamento de Dominio de Muitas
Fontes (MS-DIAL), uma solugdo estrutural para métodos de aprendizagem profunda
voltada para o cendrio mais desafiador da UDA, quando os modelos sdo treinados
sobre muitos dominios-fontes. Seu funcionamento espera alinhar as distribui¢des de
cada um dos dominios em diferentes niveis de seu espaco de caracteristicas. Indi-
vidualmente, o MS-DIAL obteve resultados competitivos ao estado-da-arte e, além
disso, permitiu aumentar a transferibilidade de métodos de UDA, com ganhos rela-
tivos de desempenho de até 30,64%. Em seguida, o uso do MS-DIAL foi investigado
no cendrio resultante da combinagdo de ambos os problemas supracitados, a Adap-
tagdo de Dominio de Conjuntos Abertos. Esse problema acontece quando, durante
a inferéncia, existe um dominio-alvo ndo-rotulado que simultaneamente apresenta
uma mudanca de dominio com relacdo ao conjunto de treinamento (UDA) e con-
tém observacdes de classes desconhecidas ao dominio-fonte (OSR). Para isso, Méto-
dos Generativos foram usados individualmente ou conjuntamente com técnicas de
Aprendizado Contrastivo, respectivamente, para geracdo de observagdes negativas
que estejam fora do escopo de conhecimento do modelo, mas semanticamente préxi-
mas ao dominio-fonte, e também para geracdo de um espago de caracteristicas me-
lhor discriminado. Neste caso, apesar de ainda se observar a importancia associada a
escolha do dominio-fonte, pdde-se observar resultados competitivos ou melhores em
média que o estado-da-arte.

iv



ABSTRACT

Deep learning methods have brought revolutionary advances to different areas of
society due to their great learning capacity from data exposure. This revolution
has been observed mainly after the revisitation of Convolutional Neural Networks,
which, given the vast computational power and data that are currently available, al-
lowed a substantial increase in the development of intelligent multimedia systems,
that deliver better and faster results than human operators. However, the inference
of such systems in uncontrolled environments can suffer performance degradation
to some extent, for example, when applied to unlabelled data from the real world. It
is well known that labeling a dataset is a costly and error-prone task, sometimes even
impossible. As a way to avoid it, naive approaches train deep learning models on
labeled datasets (i.e. source domains) similar to the test unlabeled dataset (i.e. tar-
get domain). However, this approach may not yield ideal results. Usually, labeled
datasets used as source domains may present domain shift with respect to the target
domain and, moreover, in the worst case, their set of known classes may not repre-
sent all the necessary classes to correctly classify the target domain. Individually,
each of these problems have been the goal of the Unsupervised Domain Adaptation
(UDA) and Open Set Recognition (OSR) research areas. Based on these problems, this
work has two main contributions. The first consists in the development of the Multi-
Source Domain Alignment Layers (MS-DIAL), a structural solution for deep learning
methods that deals with the challenging scenario of UDA when models are trained
on multi-source domains. Its operation tries to align the distributions of each of the
domains at different levels of feature spaces. Individually, MS-DIAL obtained com-
petitive results with the state-of-the-art and also increase the transferability of UDA
methods, obtaining up to 30.64% of relative performance gains. In sequence, the use
of MS-DIAL was investigated in the resulting scenario of the combination of both
aforementioned problems, the Open Set Domain Adaptation. This problem happens
when, during inference, there is an unlabeled target domain that simultaneously has
domain shift regarding the training set (UDA) and contains observations from unk-
nown classes learned from the source domain (OSR). Generative methods were used
individually or along with Contrastive Learning techniques, respectively, to generate
negative observations that are outside the scope of knowledge of the model but se-
mantically close to the source domain, and also to generate a better-discriminated
feature space. In this case, despite the importance of choosing the right source do-
main, it was possible to observe results that were competitive or better than the
state-of-the-art.
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INTRODUCAO

1.1 CONTEXTUALIZAQAO

Meétodos de Aprendizado Profundo (do inglés, Deep Learning — DL) voltados para
visdo computacional vém obtendo resultados surpreendentes nos tltimos anos. Esse
movimento tem se intensificado a partir de 2012, devido a revisitacdo das Redes
Neurais Convolucionais (do inglés, Convolutional Neural Networks — CNNs), quando
foram novamente usadas no trabalho de Krizhevsky et. al. [35] com a CNN AlexNet,
ganhadora da competicdo ImageNet [59] por uma margem de 10% no erro top-5 com
relacdo ao vencedor anterior. A partir desse ponto, novas topologias de redes tém
sido propostas [72, 29, 75, 28] para as mais diversas tarefas, como a classificagdo de
imagens [38, 78, 61, 51] e videos [73, 36] e a segmentagdo de imagens [53].

A grosso modo, esses modelos passam primeiramente por uma etapa de treina-
mento sobre um conjunto de dados supervisionado e, posteriormente, sdo subme-
tidos a um conjunto de dados de teste ainda ndo visto na fase de treinamento, o
qual foi obtido da mesma distribui¢do dos dados de treinamento [43]. Contudo, em
problemas reais, o processo de anotacdo de dados é uma tarefa extensa e custosa, po-
dendo, em alguns casos, ser até mesmo impossivel [8, 8o]. Quando se deparado com
conjuntos de dados ndo-anotados (i.e., dominio-alvo), uma abordagem comum é o
treinamento dos modelos de CNN em bases de dados que compartilham um mesmo
conjunto de categorias com o do problema em questdo (i.e., dominio-fonte). Con-
tudo, essa abordagem nem sempre leva a resultados satisfatérios, pois dificilmente
os conjuntos de dados foram extraidos de uma mesma distribui¢do de probabilidade,
ou seja, apresentam uma mudanga de dominio entre os conjuntos de dados [79]. Na
pratica, isso pode ser entendido como dados que foram coletados sob condicoes dis-
tintas, as quais podem ser simples, como perspectivas e/ou condi¢des de iluminagao
diferentes, ou severas, como géneros distintos (imagens reais e imagens de desenhos
artisticos, por exemplo) [78]. Um exemplo de mudanca de dominio pode ser visto na
Figura 1, em que é mostrado um mesmo objeto (tesoura) em quatro dominios diferen-
tes (Arte, Cliparte, Produto e Real) [78]. Esse problema é conhecido como mudanga
de dominio (do inglés, domain-shift) e é objeto de pesquisa da drea de Adaptacdo de
Dominio Nao-Supervisionada (do inglés, Unsupervised Domain Adaptation — UDA). A
UDA se estende para diversas outras vertentes, como a Adaptacdo de Dominio de
Multiplas Fontes (do inglés, Multi-Source Unsupervised Domain Adaptation — MSDA),
o descobrimento de Dominios Latentes (do inglés, Latent Domain) e a Generaliza¢do
de Dominios (do inglés, Domain Generalization).

Outro problema encontrado em conjuntos de dados nao-rotulados se refere a situa-
¢do em que, em tempo de inferéncia, os modelos de classificagdo, que sdo majoritari-
amente treinados sobre um Conjunto Fechado (do inglés, Closed Set — CS) de catego-
rias, se deparam com observagdes de classes que ndo fazem parte de seu escopo de
conhecimento. CS, em particular, concerne a modelos de Aprendizado de Médquina
(do inglés, Machine Learning — ML) tradicionais ou profundos (DL) que sdo treinados



1.1 CONTEXTUALIZAGAO

Figura 1: Mudanga de dominio para “Tesouras” do conjunto de dados Office-Home

-

Arte Cliparte Produto Real

Exemplo de mudangas de dominios para a classe de objetos “Tesoura”. Respectivamente, da esquerda
para a direita, sdo apresentado imagens de tesouras nos dominios: Arte, Cliparte, Produto e Mundo
real. Todas as imagens foram obtidas de [78].

sobre um conjunto de treinamento que possui uma quantidade finita de classes e, por
conta disso, durante inferéncia tem a capacidade de reconhecer apenas observacoes
provenientes das categorias que tenham sido vistas durante o treinamento. Assim,
quando os modelos de CS se deparam com classes desconhecidas, eles necessaria-
mente resultam em predi¢Oes errdneas sobre uma de suas classes, mesmo que com
uma baixa confianga de predigdo. O problema supracitado é o objetivo de pesquisa
dos métodos de Reconhecimento de Conjunto Aberto (do inglés, Open Set Recognition
— OSR), os quais buscam atribuir um rétulo “Desconhecido” para observac¢des que
fogem do seu conhecimento ao mesmo tempo que prediz corretamente observagdes
de classes que foram aprendidas do conjunto fechado de treinamento. [21]
Majoritariamente, os métodos de UDA sao desenvolvidos sobre premissas de CS e
assumem que o conjunto de classes do conjunto de dados de treinamento (dominio-
fonte) sejam 0 mesmo do conjunto de dados de teste ndo-rotulado (dominio-alvo) [9].
Porém, essa premissa também ndo é sempre valida. A rigor, um conjunto de da-
dos de teste ndo possui rétulos e, portanto, ndo deveria apresentar nenhum tipo
de restri¢do durante a obtencdo de seus dados. Isso torna dificil manter um con-
trole sobre as observagdes do conjunto de teste e, consequentemente, de seu con-
junto de categorias [82]. Por conta disso, mais recentemente, as premissas da UDA
comecaram a ser estendidas para o cendrio mais desafiador de também lidar com
conceitos de OSR e vem sendo investigada pela drea de pesquisa denominada como
Adaptagdo de Dominio de Conjunto Aberto (do inglés, Open Set Domain Adaptation
— OSDA) [9, 64, 8, 81, 20, 54, 82]. Busto e Gall [9] foram o pioneiros em unir am-
bas areas de pesquisa da UDA e de OSR, permitindo que o dominio-alvo contenha
observagdes que apresente uma determinada mudanga de dominio com relagdo ao
dominio-fonte (i.e. UDA) e, possivelmente, observagdes que sejam de classes desco-
nhecidas pelo modelo (i.e. OSR). A principal estratégia adotada pelas abordagens de
OSDA referem-se a adigdo de uma nova categoria ao classificador final, resultando
em valores de probabilidades que permitem ao modelo escolher, a partir de um li-
miar pré-estabelecido, atribuir um rétulo “Desconhecido” ou “Conhecido” para a
observacdo em questdo. O problema de OSDA é melhor ilustrado na Figura 2, em
que primeiramente (Figura 2-a) apresenta o espago de caracteristicas aleatoriamente
inicializado com observagdes de diferentes categorias (forma dos pontos) e de dife-
rentes dominios-fonte (cores); em seguida, (Figura 2-b) um espago de caracteristicas
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discriminado por um método genérico de UDA, que classifica erroneamente catego-
rias desconhecidas; e, por fim, apresenta um espago de caracteristicas ilustrativo de
modelos de OSDA (Figura 2-c), em que conseguem aprender classes conhecidas a
partir da adaptagdo de dominio e, também, discriminar classes desconhecidas por
meio de técnicas de OSR.

Figura 2: Discriminagdo de diferentes espagos de caracteristicas
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Exemplos de possiveis organiza¢gdes de um espaco de carateristicas de saida de um modelo de DL. (a)
contém um espaco de caracteristicas aleatério, ilustrando a saida de um modelo DL néo treinado. (b)
ilustra o espaco de saida de um modelo de UDA, com um bom alinhamento de dominios e separa-
bilidade de classes, mas que erra todas as observacdes de classes desconhecidas. Por fim, (c) indica
o espaco de saida esperado para os métodos de OSDA, apresentando ndo apenas uma boa separabi-
lidade e alinhamento de dominios, mas também reconhecendo e classificando observacdes de classes
desconhecidas. Fonte: O Autor.

Um exemplo pratico do problema de OSDA seria, por exemplo, a construcdo de
um modelo de classificagdo de uso da terra com base em imagens de sensoriamento
remoto para um determinado pais/regido. Nesse caso, dificilmente existirdo conjun-
tos de dados anotados que correspondem exatamente a mesma &rea e problema
em questdo. Uma possivel saida seria usar um conjunto de dados anotado que seja
relacionado ao problema definido, ou seja, imagens de sensoriamento remoto de ou-
tros paises/regides que contenham o conjunto de classes desejado, em conjunto com
técnicas de UDA para a diminuigdo da mudanga de dominio que pode existir entre
o dominio-alvo e o dominio-fonte. Porém, mesmo que no fim os dominios estejam
alinhados, durante o teste podem existir objetos semanticos que ndo foram vistos
durante treinamento (e.g., parques de energia solar, vulcdes, cachoeiras, entre ou-
tros). Para evitar que essas imagens sejam erroneamente classificadas, pode-se entdo
empregar técnicas de OSR, em particular, sua extensdao OSDA.

1.2 HIPOTESES

Este trabalho supde trés principais hipéteses.

1. A primeira delas, em acordo com a literatura de UDA [80], assume que o uso de
miultiplos dominios-fonte pode ser benéfico para o ajuste de modelos profundos
que serdo inferidos em ambientes que sofrem pela mudanga de dominio.

2. A segunda hipotese, baseia-se nas Camadas de Alinhamento de Dominios (do
inglés, Domain Alignment Layers — DIAL) [11] e assume que o alinhamento de
dominios em diferentes espacos de caracteristicas pode ser melhor que apenas

3
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realizar o alinhamento de dominios unicamente com base nas representa¢des
de saida dos modelos profundos.

3. A terceira e dltima hipétese tem como base as contribuicdes resultantes das
hipéteses anteriores e espera que o uso conjunto do MS-DIAL [69] com técni-
cas de aprendizado contrastivas e Redes Adversarias Generativas (do inglés,
Generative Adversarial Networks — GANs) gerem modelos profundos robustos e
competitivos com o estado-da-arte de OSDA.

As duas primeiras hipoteses referem-se aos desenvolvimentos deste trabalho volta-
dos para o problema da UDA, apresentados no Capitulo 3. A dltima, por outro lado,
refere-se a sua extensdo para o problema de OSR, sendo discutida no Capitulo 4.

1.3 CONTRIBUIGCOES

Para contornar os problemas supracitados, este trabalho tem como objetivo final o
desenvolvimento de um método de OSDA, ou seja, um método que realize a adap-
tacdo de dominio entre dominios-fonte anotados e um dominio-alvo ndo-anotado, e
que, ao mesmo tempo, também seja capaz de reconhecer e lidar com possiveis ob-
servagdes desconhecidas que venham a aparecer no dominio-alvo. Assim, seguindo
a abordagem de alguns trabalhos de OSDA [8], a etapa de desenvolvimento também
foi dividida em duas etapas, (1) a adaptagdo de dominio e, posteriormente, (2) etapa
de conjuntos abertos.

Durante a primeira etapa, foram desenvolvidas as Camadas de Alinhamento de
Dominio de Multiplas Fontes (do inglés, Multi-Source Domaln Alignment Layers — MS-
DIAL), que fizeram parte de duas grandes contribui¢des deste trabalho.

A primeira contribuigdo refere-se propriamente ao MS-DIAL, uma extensdo das Ca-
madas de Alinhamento de Dominio (do inglés, Domaln Alignment Layers — DIAL) [11]
para problemas de multiplos dominios-fonte. A grosso modo, o método DIAL busca
alinhar as distribui¢des de dados dos dominios fonte e alvo sobre uma mesma distri-
buicao de referéncia (usualmente uma distribuicdo normal) em diferentes niveis do
espago de caracteristicas de um modelo profundo. O MS-DIAL, entéo, generaliza seu
funcionamento para alinhar ndo apenas a distribuicdo de um tnico dominio fonte
e alvo mas, agora, de multiplas distribui¢des fonte com a distribui¢do alvo. Assim
como suposto na primeira hipétese, o0 MS-DIAL obteve resultados comparéveis ao
estado-da-arte em MSDA e resultou em artigos publicados na linha principal da con-
feréncia WVC [69] e na oficina de trabalhos de graduacdo do SIBGRAPI'2020 [68],
em que no ultimo recebeu a premiagdo de melhor trabalho da secéo.

Mais recentemente, com o estudo das abordagens de UDA, percebeu-se que es-
sas abordagens executam suas técnicas de adaptagdo de dominio apenas sobre as
representagdes de saida dos modelos profundos, o que instigou a seguinte pergunta:
o alinhamento de caracteristicas no espago de caracteristicas pode melhorar a capacidade de
transferéncia de conhecimento em métodos de adaptagio de dominio? Como forma de res-
ponder essa pergunta, foi proposto a inser¢do do modelo MS-DIAL como forma de
realizar um alinhamento de caracteristicas em diferentes niveis de abstra¢éo, atuando
entdo conjuntamente com suas técnicas de adaptacdo de dominio originais. Essa veri-
ficagdo corrobora com a segunda hipétese e se refere a segunda grande contribuicdo
deste trabalho, que permitiu obter ganhos relativos de até 30,64% na acurdcia média
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dos modelos, resultando em um artigo apresentado e publicado na linha principal
da conferéncia SIBGRAPI'2021 [71].

A segunda etapa, referente aos desenvolvimentos voltados para o problema da
OSDA, contou com a investigacdo de trés principais caminhos de pesquisa. Primei-
ramente, como linha de partida, investigou-se o comportamento resultante da apli-
cagdo direta do MS-DIAL em problemas de OSDA. Entretanto, apesar do MS-DIAL
ter melhorado o desempenho de outros métodos de MSDA [71], como esperado,
esse comportamento ndo se estendeu para os problemas de OSDA. O trabalho de
Agarwal et.al. [1], apesar de ndo se referir especificamente a OSDA, teve sucesso
no uso de técnicas de aprendizado contrastivo (do inglés, Contrastive Learning — CL),
motivando este trabalho a também explorar o CL para a obten¢do de um espago de ca-
racteristicas melhor discriminado (Figura 2). O segundo caminho, entdo, contou com
o desenvolvimento das camadas de alinhamento constrastivo (do inglés, Contrastive
Matching Layers — CML) que esperam gerar espagos de caracteristicas mais discrimina-
dos a partir do calculo da penalizacdo SimCLR [14] ao longo de um modelo profundo.
Por fim, a terceira abordagem tomou como base o método ARPL+CL de OSR [13] e
contou com a investigacdo do uso de uma GAN como forma de aumentac¢do do con-
junto de dados com observagdes negativas (i. e. desconhecidas). Os resultados para
essa segunda etapa se mantiveram competitivos em relagdo ao estado-da-arte. O uso
do MS-DIAL levou a melhorias absolutas pontuais em seus resultados. O CML, por
outro lado, acabou induzindo um grande custo computacional de execu¢do com re-
sultados que foram, na maioria dos casos, piores que a linha de partida. A tdltima
linha de investigacdo com o uso de GANs permitiu apresentar um bom equilibrio
entre custo computacional e desempenho, com resultados que sdo equivalentes ou
maiores que a linha de partida.

1.4 ORGANIZAGAO DO TEXTO

O restante deste trabalho estd organizado da seguinte maneira. O Capitulo 2 apre-
senta uma base tedrica sobre inteligéncia artificial, aprendizado de maquina, apren-
dizado profundo e técnicas relacionadas as nossas contribui¢cdes. Em seguida, o Ca-
pitulo 3 discute a primeira etapa do trabalho, referente aos desenvolvimentos rela-
cionados ao problema da UDA, particularmente, com o método de alinhamento de
dominio MS-DIAL e sua da aplicacdo conjuntamente com métodos do estado-da-arte
em UDA. A segunda etapa, referente ao desenvolvimento dos métodos de OSDA esta
presente na Se¢do 4, com uma breve revisdo da literatura de métodos do estado-da-
arte em OSDA e também as diferentes linhas de investigacdo e os resultados obtidos.
Por fim, conclusdes e perspectivas futuras sao discutidos na Segao 5.
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Neste capitulo, sdo apresentados conceitos importantes que fundamentam todo o
desenvolvimento deste trabalho. Primeiramente, define-se na Segdo 2.1 a grande 4rea
de pesquisa da Inteligéncia Artificial. Em seguida, seus subgrupos de Aprendizado
de Maquina e Aprendizado Profundo sdo individualmente apresentados e discutidos,
respectivamente, nas Sec¢des 2.2 e 2.3. Com relagdo ao Aprendizado de Méquina,
sdo apresentados conceitos importantes e exemplos das abordagens mais comuns.
Para o Aprendizado Profundo, por outro lado, dd-se uma maior atencdo para as
Redes Neurais Convolucionais, apresentando em detalhes as dire¢des de pesquisa
que foram abordadas neste trabalho, como as Camadas de Normalizacdo de Lote,
Aprendizagem Contrastiva e Redes Adversarias Generativas.

2.1 INTELIGENCIA ARTIFICIAL

Segundo Russell e Norvig [60], Inteligéncia Artificial (do inglés, Artificial Intelligence —
Al) é o estudo e desenvolvimento de agentes (entidades inteligentes) que existem em
um meio, tal qual o compreendem por meio de sensores e tomam ag¢des por meio de
atuadores. Ao longo dos anos houveram diversas linhas de desenvolvimentos de Al
que vieram a ser investigadas, cada uma com particularidades e premissas préprias,
que, a grosso modo, podem ser agrupadas em 4 principais categorias: (1) sistemas
que pensam como humanos; (2) sistemas que agem como humanos; (3) sistemas que
pensam racionalmente; (4) sistemas que agem racionalmente.

Em particular, pode-se citar a classe sistemas que agem racionalmente, referindo-
se ao desenvolvimento de agentes que tentam tomar as melhores a¢bes possiveis,
dentre um dado conjunto de a¢des, com base no estado do ambiente a sua volta
. Esse processo é apresentado na Figura 3. Para cada agente é preciso indicar um
conjunto de agdes possiveis e um programa do agente, que, com base em percep¢des
advindas do ambiente, executa internamente uma fungao de agente para a escolha da
melhor a¢do do conjunto de a¢des naquele instante. Uma vez que a agdo foi escolhida,
resta apenas o agente executar a agdo através de seus atuadores. Entretanto, alguém
pode-se perguntar: “Como pode-se comparar as acdes e suas consequéncias sobre o ambiente
para se escolher a melhor possivel?”. Essa intui¢do vem da defini¢do de uma medida
de desempenho que rege o comportamento dos agentes. Como alguns exemplos
de agentes, pode-se citar “agentes rob6ticos”, constituidos de sensores elétricos e
atuadores mecanicos, e “agentes de software”, com sensores se referindo a dados
presentes em registradores e/ou memorias e seus atuadores como saidas de dados
(e.g. tela). [60]

2.2 APRENDIZADO DE MAQUINA

Aprendizado de Maquina (ML) é um subgrupo de métodos de Al que tem como
objetivo aprender “a regra do jogo”, isto é, a aprendizagem de regras e padrdes di-
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Figura 3: Configuragdo genérica de um Agente
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Estrutura geral de um agente de IA, o qual é composto por sensores e atuadores. Estas estruturas sdo
usadas para, respectivamente, ler percep¢des advindas do ambiente e realizar agdes sobre o ambiente.
Fonte: Adaptado de [60]

retamente a partir dos dados [15]. Essencialmente, métodos de ML referem-se a uma
das frentes da estatistica aplicada que buscam estatisticamente encontrar a melhor
funcdo, dentre um subespago do espaco de todas as fung¢des, que melhor estime deter-
minadas propriedades do problema em questdo [24]. Uma das principais definigdes
de ML presentes na literatura foi a seguinte frase:

“A computer program is said to learn from experience E with respect to some class of tasks
T, and performance measure P, if its performance at tasks in T, as measured by P, improves
with experience E.” [24]

Essa defini¢do nos diz que métodos sdo ditos de ML caso, dado uma tarefa T
que queremos que o sistema aprenda, sua medida de desempenho P apés a etapa
de aprendizagem sobre a experiéncia E (conjuntos de dados), deve ser maior que
quando o sistema ndo possuia nenhum conhecimento sobre a tarefa T. A seguir os
conceitos de tarefas, medidas de desempenho e experiéncia serdo melhores definidos.

2.2.1 Tarefas, Medidas de Desempenho e Experiéncia

Tarefas (T) de ML ndo se referem ao problema que desejamos solucionar, e ndo es-
tritamente ao processo de aprendizagem dos modelos ou como sera realizada a ob-
tengdo de conhecimento. Por exemplo, assumindo o cendrio do desenvolvimento de
um rob0, possiveis tarefas teriam o objetivo de permitir o rob6 a andar, falar e gesti-
cular. Existe um grande leque de tarefas que os métodos de ML conseguem resolver
e, dependendo das caracteristicas disponiveis, podem ser agrupadas em grupos mai-
ores de tarefas como classificagdo, regressdo, deteccdo de anomalia, sintetizagdo de
amostras, entre outros. Particularmente, este trabalho tém como objetivo a tarefa de
Classificagdo, na qual os algoritmos recebem uma instancia do problema e deve re-
tornar a qual classe ele pertence. Para maiores detalhes sobre cada uma da demais
tarefas, veja Goodfellow et. al. [24].
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Entretanto, uma vez que existem diversos tipos de tarefas que podem ser trata-
das a partir de métodos de ML, alguém pode-se perguntar: “Existe algum método de
ML melhor que os demais para todas as tarefas?”. Para responder essa questdo, Goodfel-
low et.al. [24] enuncia o famoso teorema denominado “Nao Existe Almogo Gratis”
(do inglés, There’s no Free Lunch Theorem) voltado para aprendizado de maquina. Esse
teorema diz que todo algoritmo de classificacdo obtém para todas as possiveis distri-
bui¢des de dados geradas, em média, a mesma taxa de erro quando avaliado sobre
dados ainda ndo vistos. Como consequéncia direta, pode-se dizer que ndo existe um
tnico algoritmo de ML melhor que outro.

Devido a veracidade do Teorema Ndo Existe Almogo Gritis para ML, é comum ava-
liar diferentes métodos de ML sobre uma mesma tarefa e, ao final, escolher para
uso em produgdo aquele com melhores resultados. Para isso existem as medidas de
desempenho (P) que garantem meios de se avaliar, mensurar quantitativamente e
comparar os algoritmos de ML. Em geral, as medidas de desempenho sdo estrita-
mente relacionadas aos objetivos esperados para o sistema e, por conta disso, cada
tipo de tarefa T possui determinadas medidas mais apropriadas. Por exemplo, ta-
refas de classificacdo e transcri¢io em geral adotam medidas de acurdcia ou suas
variagdes, buscando maximizar a proporgao de exemplos com predigdes corretas; re-
gressdo, por outro lado, busca mensurar o qudo longe foi a predigdo do modelo
com relagdo ao valor esperado, adotando medidas de erros como o Erro Quadratico
Meédio, Raiz-quadrada do Erro Quadratico Médio, Erro Absoluto, e entre outros. [24]

A Experiéncia E apresentada aos modelos de ML durante o seu processo de apren-
dizado é estritamente relacionada ao conjunto de dados associado a tarefa. Um con-
junto de dados pode ser representado de diversas formas, mas todas elas consistem
basicamente de um conjunto de observag¢des, em que cada observacdo, por sua vez,
é descrita com relagdo a suas caracteristicas. Tarefas que possuem observagdes as-
sociadas a rétulos requerem modelos de ML que aprendam um mapeamento de
suas observagdes para seus rétulos, denominados como Modelos de Aprendizado
Supervisionado. Por outro lado, observacdes do conjunto de dados ndo estdo as-
sociadas a um rétulo e requerem modelos de ML que aprendam propriedades e
padroes escondidos em seus dados, denominados como Modelos de Aprendizado
Nao-Supervisionado. Em outras palavras, métodos supervisionados aprendem fun-
¢oes de probabilidade de uma categoria y condicionada as observagdes de entrada x
(p(ylx)), enquanto que os métodos de aprendizado ndo-supervisionado aprendem a
distribui¢do de probabilidades de seu conjunto de dados p(x). [24]

2.2.2  Capacidade, Sobreajuste e Subajuste

Grosseiramente, o conceito de experiéncia em ML é associado ao conjunto de dados
de treinamento e a forma com que ele ajusta o conjunto de parametros internos de um
modelo de ML. Isso é feito de forma iterativa. Os dados sdo encaminhados ao modelo
e o valor avaliado por uma funcdo de erro calculada sobre as saidas do modelo
indicam a diregdo que os parametros internos devem ser atualizados para que o valor
da fungédo de erro seja 0 menor possivel. Esse processo de minimizagdo de fungdes de
erro ndo é uma novidade, pois é uma préatica comum em problemas de otimizagéo.
A rigor, a principal diferenca entre métodos de ML e problemas de otimizagdo é que
o objetivo final de métodos de ML ndo é diminuir o erro de treinamento, mas sim
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minimizar um erro de generaliza¢do decorrente de sua avaliagdo sobre conjuntos de
dados de teste nao visto durante treinamento. [24]

Usualmente na concepcdo de métodos de ML, primeiro obtém-se um conjunto de
treinamento, em seguida treina-se o modelo sobre esse conjunto, para s6 entdo obter
um novo conjunto para teste. Esse procedimento de gera¢do de dados permite que
a distribui¢do de dados da populagédo sofra alteragdes com relacdo, por exemplo, ao
momento da obtencdo dos dados de treinamento, o que pode levar o erro de teste
(erro de generalizagdo) ser no maior que o erro de treinamento. Por esses motivos,
Goodfellow et.al. [24] diz que pode-se sempre esperar que o erro de generalizagdo
seja maior que o de treinamento. A adequabilidade de um método de ML para uma
tarefa depende, entdo, de (1) sua habilidade em minimizar o erro de treinamento e
(2) de sua habilidade minimizar o espago existente entre as curvas de erro de treina-
mento e de teste. Ambos fatores estdo intimamente ligados aos maiores desafios dos
métodos de ML: Sobreajuste (do inglés, overfitting) e Subajuste (do inglés, underfit-
ting).

e Sobreajuste refere-se a modelos de ML que ndo conseguem obter erros de teste
igualmente bons aos erros de treinamento, ou seja, o espago entre as duas cur-
vas é grande.

e Subajuste refere-se ao cendrio em que os modelos de ML ndo aprendem a
experiéncia do conjunto de dados de treinamento, pois podem nao possuir a
Capacidade para tal feito.

Acima, na defini¢do de Sobreajuste e Subajuste, apareceu também o termo de Capa-
cidade. A capacidade para ML refere-se ao subespaco do espago de todas as fung¢oes
existentes a que o modelo tem acesso a investigacdo, também denominado na litera-
tura como espago de hip6teses do modelo. A Figura 4 apresenta exemplos de mode-
los com diferentes capacidades de aprendizado aplicados sobre um mesmo conjunto
de pontos. A esquerda, um modelo linear de baixa capacidade, que possui acesso a
um pequeno leque de fungdes, tem dificuldade em aprender as propriedades do con-
junto de pontos e, portanto, sdo propensos a subajustar os dados. Ao meio, usa-se um
modelo de capacidade ideal, que extrapola fielmente o padrdo dos pontos. Por fim, a
direita, usa-se um modelo de alta capacidade, que, por ter acesso a uma grande gama
de fungdes, acaba sobreajustando os dados de treinamento a partir da memoriza¢ao
de suas observa¢des. Como uma forma de controlar a capacidade de modelos de ML,
pode-se definir limites em seu espaco de hip6teses que aumentam ou diminuem sua
capacidade, por exemplo, o método de regressao linear (descrito na préxima segdo),
como o nome sugere, tem como espaco de hipéteses todas as fungdes lineares, porém,
é possivel aumentar sua capacidade por meio da inser¢do de fatores polinomiais que
aumentam seu espago de hipéteses, agora, para todas as fungdes polinomiais (que
também incluem as fungdes lineares). [24]

Em suma, o sobreajuste ou subajuste de modelos de ML aos dados de treinamento
é uma consequéncia intimamente ligada a trés fatores: a capacidade de seu algoritmo,
a complexidade e a quantidade de dados. [24] Por conta disso, uma etapa importante
no desenvolvimento de qualquer solucdo de ML refere-se a avaliacdo de diversas
técnicas para comparagdo de desempenho.
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Figura 4: Capacidade de aprendizagem: Sobreajuste e Subajuste
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Ajuste de modelos de ML com diferentes capacidades para um mesmo conjunto ilustrativo de pontos
de treinamento, sub-amostrado de uma fungdo de segundo grau perturbada por um ruido normal. No
gréfico a esquerda apresenta-se um caso de subajuste, onde um modelo linear é usado para ajustar
o conjunto de pontos de segundo grau. No centro, usa-se um modelo com capacidade ideal, i.e., um
modelo polinomial de segundo grau que captura fielmente o padrdo do conjunto de pontos. Por fim,
no grafico mais a direita usa-se um modelo de capacidade muito grande, que decora todos os pontos
do conjunto de pontos. Fonte: Adaptado de [24]

2.2.3 Modelos Lineares

Diversos modelos de ML sdo baseados em fungdes lineares, diferenciando-se nor-
malmente pela sua defini¢do, as fungdes de ativagdo usadas, ou sua estratégia de
aplicacdo (e. g. ensemble). A seguir, sdo descritos os modelos de regressdo linear, para
regressdo, o perceptron, para classificacdo bindria, e a classificagdo linear, para a clas-
sificacdo de muitas classes.

2.2.3.1 Regressio Linear

O modelo de ML denominado Regressdo linear, como o nome sugere, refere-se a
tarefa de regressdo que recebe um vetor de caracteristicas x € R™*! como entrada e
resulta em um valor escalar y € R como saida. Assim, suponha que {j seja o valor de
saida do modelo e w € R™*! e b sejam os parametros do modelo, temos:

J=w'x+Db (1)

Parametros em ML sdo um conjunto valores que controlam o comportamento do
modelo. Para a regressdo linear, seu conjunto de parametros 6 = {w, b} sdo inicia-
lizados aleatoriamente e determinam como as caracteristicas de entrada afetam sua
saida. Particularmente, a importancia das caracteristicas (i. e. elementos) da entrada x
sdo associadas as magnitudes dos pesos do modelo, ou seja, quanto maior o valor de
seu peso (positivamente ou negativamente) maior é a importancia desta caracteristica
para a regressdo e, de modo contrério, pesos proximos ou iguais a zero indicam que
determinada caracteristica ndo contribui para a regressdo do modelo.

Dependendo da medida de desempenho adotada, os modelos de regressao linear
podem ser resolvidos analiticamente. Goodfellow et. al. [24] resolve analiticamente o
modelo de regressdo linear mais simples (sem o termo de viés b) para a medida de
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desempenho dos Erros Quadraticos Médios (do inglés, Mean Squared Error) apresen-
tado na Equacédo 2, com m referindo-se a quantidade de observagdes do conjunto de
teste. Analiticamente, obtém-se entdo uma relacdo (Equagdo 3) que associa os pesos,
a matriz de observagdes de treinamento X741 e seus rétulos y(trein),

1 & )
MSE = — Y (gt —y¥)2

20—y @)
W = (X(train)TX(train])—1X(train)Ty(train) (3)

2.2.3.2  Perceptron

Outro importante método de ML é denominado Perceptron. Ele serviu de inspiragdo
para outros modelos de ML mais generalizados, como as redes neurais profundas
(do inglés, Deep Neural Networks — DNNSs) que, por sua vez, configuram a base do DL.
Segundo Murphy [49], o Perceptron foi introduzido por Rosenblatt [56] em 1958 e
corresponde a um modelo classificador bindrio regido pela formulagdo da Equacgéo 5,
sendo 0 os parametros aprendiveis do modelo (neste caso w € R™*!' eb € R)e H a
fun¢do de degrau unitario. Esse modelo é semelhante a regressdo linear apresentada
anteriormente, porém, conta com a adi¢do de uma fung¢do nao-linear H(x) (Equagao 4)
que faz com que os valores §J € R que antes eram reais sejam discretizados em
0 € {0, 1}, limitando o perceptron ao problema da classificagdo bindria.

1 0

Hx)={ " ©7 @)
0, x<0

f(xn;0) = Hw'xn +b) (5)

Entretanto, como a func¢do de degrau unitario é uma fun¢do descontinua, ndo é pos-
sivel usar técnicas de otimizacdo baseadas em derivadas e gradientes para a estima-
¢do de seus parametros. Assim, Rosenblatt [56] propde o Algoritmo de Aprendizagem
Perceptron, o qual primeiramente inicializa seus parametros com valores aleatérios
e, em seguida, atualiza eles de modo iterativo sempre que o modelo gera predi¢des
errdneas. A equacdo de atualizagdo de pesos (Equacédo 6) relaciona o novo valor dos
pesos wi;1 com: seu valor anterior wj, a razdo de aprendizado n¢, o erro gerado
(Un —Yn) e sua observagdo de entrada x,,. A grosso modo, caso as predi¢des geradas
pelo modelo sejam corretas, ndo é realizado nenhum ajuste, porém, caso contrario,
0s pesos sao ajustados em direcdo as predigdes corretas.

Wil = Wi =M (Jn — Yn)Xn (6)

Murphy [49] comenta que o algoritmo de aprendizagem perceptron é semelhante
a equacdo de otimizagdo por gradiente descendente usada pelo método de regres-
sdo logistica bindria com uso da funcdo de verossimilhanga logaritmica negativa (do
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inglés, Negative Log-Likelihood) como erro, apresentada na Equagado 7. A regressao lo-
gistica bindria também (1) refere-se a um modelo linear f(xn;w,b) = Wix,+be
(2) resolve um problema de classificagdo bindria, porém, tem um passo adicional de
calcular as probabilidades da observagdo de entrada ser de uma determinada classe
(0 = 1[x; 0) a partir da aplicacdo da fungdo sigmoid o sobre a saida da fungdo linear
p(0 = 1x;0) = o(f(xn; W, b)). A principal diferenga entre a Equagédo 6 e a Equagédo 7 é,
respectivamente, no uso de rétulos rigidos {j, para o Perceptron e de probabilidades
leves 1, = o(a) para a regressao logistica bindria. [49]

Wil = Wi —N(Hn —Yn)Xn (7)

2.2.3.3 Classificacdo linear

O modelo de regressao linear f(x;w,b) = wix+b, a fim de respeitar a operacdo de
multiplicagdo de vetores para a geracdo de uma saida escalar y € IR, pressupde que o
pardmetro w e a entrada x sejam vetores coluna de mesma dimensionalidade RP*'.
Entretanto, problemas de classificagdo normalmente codificam seu conjunto de clas-
ses em valores discretos, por exemplo, € = {gatos = 0, cachorros =1, ..., elefantes =
K}, sendo necessdrio o uso de estratégias para obtengdo de uma predigdo yy para cada
classe k € K.

Nesse caso, uma estratégia comum na literatura refere-se as func¢des densas ou to-
talmente conectadas, que usam um modelo de regressdo linear para cada categoria
do problema, e, portanto, cada um deles com seu préprio conjunto de parametros
W ={wi...wkg}e B ={by...bg}. Assim, para cada uma das categorias, pode-se ob-
ter uma saida yx = fix(x; wy, by) = wlx + by. Pode-se resumir ainda mais essa ope-
ragdo pela reescrita do conjunto de parametros W e B na forma de uma tinica matriz
W € RP*K com suas colunas se referindo a cada um dos vetores wy, e b € RK*1,
com cada um de seus elementos de referindo aos valores by. A partir destas sim-
plificacdo define-se entdo a classificagao linear como y = f(x; W,b) = WTx+Db, que
resulta em uma saida de dimensionalidade igual a quantidade de classes y € R¥*'.
Entretanto, isso ndo muda o fato que as regressdes lineares sdo fungdes lineares
e, independente da quantidade de operacdes realizadas, seu espaco de hipoéteses
contém apenas fungdes lineares como retas (R?), planos (R3) e hiperplanos multi-
dimensionais (RP). [49]

Uma vez obtido o vetor de saida y, obtém-se a predicdo final a partir do calculo de
probabilidades leves sobre seus elementos, normalmente com a aplicagdo da fungao
softmax (Equacao 8) sobre sua saida. Cada um dos valores de probabilidades y(k) po-
dem ser entendidos como a chance da entrada x ser da classe indexada pela posicao k.
Logo, ao final, escolhe-se como predi¢do o indice com maior valor de probabilidade
como a classe predita do modelo (Equagéo 9). [49]

" _ exply)

y = arg max o(f(x; W, b)) (¥ (9)

1
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Em geral, os métodos de ML sdo vélidos para um grande leque de problemas, mas
seu desempenho pode ser limitado em problemas mais dificeis que possuem dados
de alta dimensionalidade, por exemplo, o reconhecimento de linguagem natural e
de objetos. Essa falha é um dos motivos da investigacdo de métodos de Aprendi-
zado Profundo (DL), que buscam lidar com dados de alta dimensionalidade obtendo
baixos custos computacionais e bons valores de desempenhos. [24]

2.3 APRENDIZADO PROFUNDO

O aprendizado profundo (DL) é um subcampo do ML que historicamente é dito ser
baseado em como o cérebro humano funciona, mesmo que ndo haja evidencia da
veracidade dessa informacdo [15].

Dentre os métodos de ML, DL possui uma arquitetura bem definida de diversas ca-
madas empilhadas uma sobre as outras (dai a denominagdo profundo), configurando
o caminho que os dados devem seguir desde a camada de entrada até as predicdes
finais apds a camada de saida. Esta classe de métodos busca aprender os padrdes
de sua tarefa por meio de uma hierarquia de padrdes, os quais, por sua vez, sdo
definidos em termos de outros padrdes mais simples [24]. Segundo Murphy [49], os
métodos DL podem ser escritos de modo formal da seguinte forma:

f(x;0) =fr(fr—1(...f1(x;07)...;01-1);01) (10)

Cada uma das camadas fi(x;—1;01) paral € {1,2,...,L} correspondem a fungdo de
transformacgdo parametrizada a partir de seu conjunto de pesos 0, e aplicada sobre
os dados de entrada x;_1 resultantes da camada anterior. Ha diversos tipos de cama-
das como, por exemplo, as camadas de convolugdo (do inglés, convolutional layers),
de agrupamento (do inglés, pooling layers), de regulariza¢do, de ativagdo, de conca-
tenacdo, entre outras. Em geral as camadas fie1.1—1(x1—1;61) sdo denominadas de
extratores de caracteristicas e a tiltima camada f (x{_1; 01 ) é normalmente definida
por um classificador linear usado como classificador final.

O treinamento dos métodos de DL é dividido em duas principais etapas: a etapa
de encaminhamento (do inglés, feed forward) e a etapa de retro-propagacado (do inglés,
backpropagation). A fase de encaminhamento faz com que os dados percorram todo
o caminho do modelo DL (Equagdo 10), comegando na camada inicial até alcangar
o classificador final, os quais retornam suas predi¢des. Apds o encaminhamento, é
calculado o valor de erro do modelo DL. Esse valor tem como objetivo avaliar quan-
titativamente o quao ruim o modelo estd, sendo calculado por meio de uma fungdo
de erro sobre as predigdes finais do modelo DL. O erro resultante é entdo usado du-
rante a etapa de retro-propagacdo, que primeiramente calcula o seu gradiente com
relagdo a todos os pardmetros do modelo DL usando sucessivas regras da cadeia,
para, em seguida, atualizar os valores dos pardmetros a partir de um procedimento
de otimizagdo. Dessa forma, é possivel minimizar o valor da fung¢do de erro por meio
do ajuste do conjunto de pardmetros dos modelos DL. [49]

Para a area de visdo computacional, referente ao principal foco deste trabalho, os
métodos de DL majoritariamente empregam camadas convolucionais para a geragao
de representagdes intermedidrias, recebendo a denominac¢do de Redes Neurais Con-
volucionais (CNNs). As camadas convolucionais sdo compostas por varios filtros (ou
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ntcleos) de tamanho fixo com dimensdes que dependem do tipo do dado multimi-
dia em uso, por exemplo, caso a entrada se referir a imagens, sdo utilizados filtros
de duas dimensodes (2D) e, caso se referir a videos, sdo utilizados filtros de trés di-
mensdes (3D). Cada um dos filtros carregam pardmetros que serdo ajustados durante
o processo de treinamento. Maiores informagdes sobre as camadas convolucionais
serdo discutidas posteriormente.

Inicialmente, todo modelo DL deve ser treinado do principio, onde seus pesos sdo
inicializados aleatoriamente e sdo submetidos a um primeiro e extenso processo de
treinamento. Porém, Goodfellow et. al. [24] dizem que quando a tarefa objetivo é si-
milar a outras tarefas que sao extensivamente estudadas na literatura, é comum usar
como ponto de partida as suas mesmas arquiteturas profundas e otimizadores. Além
disso, caso ainda seja necessdrio, também é comum inicializar os pesos do modelo
com os valores pré-treinados em extensos conjuntos de dados, como o ImageNet,
que sdo normalmente divulgados e publicamente disponibilizados na internet. Ap6s
a inicializacdo dos pesos pré-treinados, em seguida, os modelos passam por um novo
e simplificado processo de treinamento com objetivo de realizar um ajuste fino especi-
fico ao dominio do problema em questdo (do inglés, Domain-specific fine-tuning) [22].

2.3.1 Redes Neurais Profundas

As Redes Neurais Profundas (DNNs) referem-se a uma das diversas denominagoes
usadas para a generalizacdo do modelo Perceptron para os Perceptrons de Multi-
plas Camadas (do inglés, Multi-Layer Perceptron — MLP). O Perceptron, estudado na
Secdo 2.2.3.2, assume que seus problemas sdo linearmente separéveis, entretanto, a
maior parte dos problemas mais elaborados do mundo real ndo sdo linearmente se-
paréveis, como a porta légica OU-Exclusivo em que ndo é possivel esbogar linhas ou
planos que separarem seus dados [24]. Como forma de se aprender tarefas nao li-
neares, uma possivel estratégia refere-se ao uso de transformagdes ndo-lineares de
caracteristicas ¢(x) que levam as observac¢des a um novo espago de caracteristicas,
em que, a0 menos espera-se, que os pontos sejam linearmente separaveis [24]. Assim,
como essa transformagdo modifica apenas os dados de entrada, é possivel manter e
ajustar um mesmo modelo linear (Equagdo 11), com seus parametros w e b, o que
garante formas simples e eficientes de otimizagdo de seu conjunto de parametros.

f;w,b) = H(wd(x) +b) (11)

A grosso modo, as DNNs definem a fungdo de transformacdo ¢(x) como sendo di-
versos outros perceptrons individuais, cada um com seus respectivos parametros. O
uso conjunto de perceptrons permite aprender problemas ndo-lineares devido ao uso
da funcdo descontinua de degrau unitdrio H(-). Contrariamente, caso ndo existisse
a fun¢do de degrau unitdrio H, o perceptron se tornaria simplesmente um modelo
de regressdo linear, e, como a composicdo de fungdes lineares também é linear, o
simples agrupamento de mais modelos ainda ndo conseguiria resolver o problema
OU-Exclusivo. Murphy [49] propdem o uso de trés perceptrons para resolver o pro-
blema da porta OU-Exclusivo, com dois perceptrons aplicados diretamente sobre os
dados de entrada (camada de entrada) e, ao fim, o terceiro aplicado sobre a saida
dos perceptrons anteriores (camada de saida). A Figura 5 ilustra a composi¢do de
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perceptrons a fim de resolver o problema da porta OU-Exclusivo, com os parametros
W; e W, relacionados aos perceptrons de entrada, Wy, relacionado ao perceptron de
saida e by e by aos seus respectivos vieses.

Figura 5: Perceptron de Muitas Camadas: Porta XOR

Camada de
saida
Ou-exclusivo

1{e °

e 1 Camada de

s O Entrada
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0 1
(a) (b)

O modelo perceptron ndo tem capacidade de lidar com aplicagdes que ndo sejam linearmente separa-
veis, como no grafico da porta légica ou-exclusivo (a). Murphy [49] propde entdo o uso de 3 modelos
perceptrons em conjunto para lidar com o problema ou-exclusivo, dois atuando sobre a entrada do
problema, e um atuando sobre as saidas dos perceptrons anteriores. O uso conjunto de perceptrons
fundamentou o conceito de camadas das Redes Neurais Profundas.

Apesar de agora ser possivel encontrar fun¢des mais complexas a partir do empi-
lhamento de perceptrons, seu uso ainda é limitado, pois a fun¢do de degrau unitario
usada nos perceptrons nao é diferencidvel, o que impede o uso de otimizadores para
automaticamente encontrar um conjunto de pardmetros que minimize sua fungéo de
erro. Nesse caso, uma alternativa refere-se a troca da fungao de degrau unitario por
outras fun¢des ndo-lineares (fung¢des de ativacdo) ¢ : R — R que sejam diferencidveis,
como o ReLU, tanh, SeLU, entre outras. O uso de fung¢des diferencidveis e a premissa
de que os modelos de aprendizado profundo sdo calculados a partir de fun¢des com-
postas permite eficientemente usar a regra da cadeia para o calculo de derivadas e
gradientes usados durante a etapa de retro-propagacao.

A rigor, usando-se da mesma terminologia dos modelos de aprendizado profundo,
as DNNs podem ser descritas em termos de camadas de entrada I, camadas interme-
diarias ou escondidas (do inglés, Hidden Layers) H e camadas de saidas Y (Figura 6).
Assumindo uma DNN de L camadas, a camada ¢é dita de entrada quando | = 1, re-
presentada na figura por n unidades perceptrons I que atuam diretamente sobre os
dados de entrada; as proximas L — 1 camadas referem-se a um conjunto de camadas
intermedidrias {H(l)}lL:—]ZI em que cada uma delas possui uma respectiva quantidade
de unidades perceptrons m; que ditam a largura do modelo e que atuam sobre os
dados de saida das camadas anteriores; e, ao fim, a tltima camada | = L é dita ca-
mada de saida, representada por o unidades perceptrons Y e resulta nas predigdes
do modelo. Nao existe uma tnica defini¢do sobre a profundidade dos modelos, al-
guns dizem que a profundidade equivale ao tamanho do grafo aciclico de operagdes
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gerado [24] e outros a quantidade de camadas com operagdes de alto nivel de um
modelo [49].

Figura 6: Terminologia de um modelo DNN

[ Encaminhamento >

< Retro-Propagacéo

Ilustracdo de uma DNN genérica. Em sua arquitetura, cada coluna refere-se a uma camada. A primeira
camada, referente aos neurdnios {I ... I}, é denominada como camada de entrada. As préximas k ca-
madas Hj ... Hy sdo denominadas como camadas escondidas, com cada uma delas contendo diferentes
valores de neur6nio. A dltima camada, com os neurdnios {Y; ...Y,}, refere-se a camada de saida. Além
disso, o uso de DNNs é normalmente dividido em duas etapas: a etapa de Encaminhamento, onde
os dados sdo encaminhados através de todas as camadas da DNN, e a etapa de retro-propagacido, que
calcula os gradientes para cada um dos pesos da DNN e os atualiza com base em um procedimento de
otimizagdo. Fonte: Adaptado de [49]

2.3.2 Redes Neurais Convolucionais

Redes Neurais Convolucionais (CNNs) vém obtendo grandes sucessos em aplica-
¢Oes préticas, principalmente apds 2012 quando Krizhevsky et.al. [35] revisitaram
as CNNs e conseguiram ganhar a competi¢do do ImageNet [59] por uma margem
de aproximadamente 10% sobre o dltimo ganhador. As CNNs sdo um tipo especiali-
zado de DNNs para dados organizados em forma de grade, como séries-temporais
(grade unidimensional), imagens (grade bidimensional) e videos (grade tridimensio-
nal). Dados que assumem a forma de grades multi-dimensionais sdo denominados
de Tensors. E, como o nome sugere, as CNNs possuem camadas Convolucionais que
empregam operagdes de convolugdo entre seus filtros e entradas, o que é diferente
das DNNs que possuem camadas de classificagdo linear. Entretanto, convolugdes po-
dem ser divididas em convolugdo de tempo continuo (Equacdo 12) e a convolucdo
tempo discreto (Equagdo 13). [24]

s(t) = (xxw)(t) :J x(a)-w(a—t)da (12)
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+oo
s(t) = (x*xw)(t) = Y x(a)-wla—t) (13)
a=—oo

Na terminologia das CNNSs, o primeiro argumento da convolugéo (x) é comumente
chamado de “entrada”, o segundo argumento (w) como ntcleo ou filtro, e sua saida
como mapa de caracteristicas. Porém, assim como as DNNs, a convolugdo consiste
de uma operacao linear, fazendo-se necessério o uso de transformagdes nao-lineares
(funcdes de ativagdes) para permitir a aprendizagem de tarefas mais desafiadoras.
Uma vez que o mapa de caracteristicas tenha sido ativado por uma fungdo de ati-
vacdo, ele passa a ser denominado como mapa de ativa¢des. Além disso, como as
memorias dos computadores sdo finitas e cada elemento da entrada e do ntcleo deve
ser salvo em locais explicitamente separados da memoria, a operagdo de convolugdo
efetivamente executada pelos computadores difere da defini¢do de convolugédo teé-
rica (infinita) das Equacdes 12 e 13. Para isso, é necessario assumir que os valores das
fungdes em avaliagdo (x e w) sejam zero em todos os outros lugares exceto em seu
conjunto finito de pontos. Isso permite executar a somatdria, que antes era infinita,
sobre um conjunto finito de pontos. [24]

Em particular, o foco deste trabalho sera voltado para dados em forma de Imagens,
que normalmente sdo representados em forma de matrizes e permitem a reescrita da
operagdo de convolugdo em uma forma finita entre matrizes, como na Equagdo 14.
Fazendo-se algumas modificagdes, pode-se observar que cada um dos elementos da
imagem de saida sdo obtidos a partir de uma multiplicacdo escalar entre uma regido
da imagem de entrada e o ntcleo da convolugdo. Seu funcionamento é melhor des-
crito na Figura 7-(a), em que a matriz azul refere-se a imagem de entrada, a matriz
verde ao nucleo da convolucdo, a regido em amarelo da entrada a 4rea de atuagao
do passo atual da convolugdo (multiplicacdo escalar entre o ntcleo e a entrada) e a
matriz roxa a matriz de saida, com o elemento resultante do passo da convolugdo
atual destacado em roxo escuro.

S(L,j) = (1xK)(L,j) = Y_ D> I(mmn)-K(i—m,j—n) (14)

Segundo Goodfellow et.al. [24], as camadas convolucionais permitem trabalhar
com entradas de tamanhos varidveis e obter trés propriedades importantes para mo-
delos de ML, sendo eles, (1) intera¢des esparsas, (2) compartilhamento de parametros
e (3) representac¢Oes equivariantes.

Métodos tradicionais de DL, como as DNNs que usam densas multiplicagdes de
matrizes entre suas camadas, possuem a propriedade de que cada uma das unidades
de saida interagem com todas as unidades de entradas. Por outro lado, como os na-
cleos das convolugdes sdo definidos com uma dimensionalidade muito menor que o
tamanho de sua entrada, as intera¢des entre a saida e a entrada sdo mais localizadas,
resultando em Intera¢des esparsas. Isso leva o modelo a salvar menos parametros e
também a realizar uma menor quantidade de operagdes, o que melhora a eficiéncia
temporal (complexidade de tempo) dos algoritmos por uma grande margem. O Com-
partilhamento de parametros refere-se ao uso de um mesmo conjunto de parametros
(i.e. ndcleo) em diferentes partes da entrada, configurando um comportamento dife-
rentemente, por exemplo, das DNNs que usam seus parametros uma tnica vez para
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cada entrada. O compartilhamento de pardmetros permite aprender um conjunto de
parametros extremamente reduzido, fazendo com que o uso de convolu¢des melhore
a eficiéncia espacial (complexidade de espaco), isto é, o uso de memoria dos méto-
dos de DL. A equivariancia, por fim, é uma consequéncia direta da propriedade de
compartilhamento de parametros e refere-se ao comportamento de que mudancas
(translacionais) que acontecam na entrada geram alteracdes de mesma propor¢do em
suas saidas. Por exemplo, uma operagdo de convolugdo em séries-temporais que foi
ajustada para encontrar um certo tipo de padrdo, mesmo que a localizacdo espacial
deste padrdo mude nos préximos dados de entrada, esse mesmo ntcleo ainda seria
funcional. [24]

Ponti et.al. [43] descrevem algumas outras formas em que as camadas convoluci-
onais podem ser encontradas nas redes profundas, como as Convolugdes de Nticleo
Unitério, Convolugdes Transpostas, Convolucdo Espacialmente Separével e a Convo-
lugdo Profundamente Separavel. A seguir serdo descritos as caracteristicas de cada
uma dos tipos de convolucao supracitados, os quais também estdo ilustrados na Fi-

gura 7

e Convolugdes de nicleo unitdrio: (Figura 7-b) Sdo tteis para a redugdo de cal-
culos das CNN s a partir da combinagdo dos valores ao longo dos canais (canais
de cores RGB, por exemplo) de um mesmo pixel da entrada. Para isso, seu ni-
cleo possui tamanho 1 e permite agrupar as informagdes ao longo de todos os
canais para cada um dos pixels, resultando em um ponto de saida em uma nova
dimensionalidade.

e Convolugdo Transposta: Realiza uma operacdo de sobre-amostragem ponde-
rada pelos parametros do ntcleo. Esta técnica é normalmente aplicadas em
modelos generativos, auto-codificadores e modelos voltados para tarefas pixel-
to-pixel como a segmentacgdo. Executa-se a operagdo de convolugdo original (Fi-
gura 7-a), porém, com os ntcleos sendo aplicados em passos fracionais sobre a
entrada, inserindo-se zeros entre os elementos para se aumentar a dimensiona-

lidade da saida.

e Convolug¢ao Espacialmente Separavel: Essa proposta quebra a operagido de con-
volugdo convencional em duas operagdes. Em particular, essa técnica é mais
voltada para dados bi-dimensionais (i. e. imagens) pois pode-se quebrar seu na-
cleo (também bi-dimensional de tamanho k x k) em dois vetores de tamanho
1 x k e k x 1 (Figura 7-c). Como a convolugdo em imagens refere-se a diversas
multiplica¢Oes escalares entre matrizes em cada um dos passos da somatdria
(Equacdo 13), realizar operagdes de multiplicacdo entre matriz-vetor permite
diminuir sua complexidade.

e Convolucdo Profundamente Separavel: Segue uma estratégia semelhante da
Convolucdo Espacialmente Separédvel, de quebrar a operacdo de convolugado
em duas outras operagdes, porém, agora, a operacdo de soma dos mapas de
ativacdes é alterada para uma nova Convolucdo de Nucleo Unitario (Figura 7-
d). Inicialmente a operacdo de convolugdo original ainda é realizada entre a
entrada e seu conjunto de ntcleos, o que resulta em um conjunto de mapas de
ativacdo, mas que, agora, ndo vao ser mais somados como seriam originalmente
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e sim encaminhados para uma nova convolugdo 1 x 1 que ajusta a quantidade
de seus canais de saida.

Figura 7: Diferentes abordagens para Convolugio

(a) (b) (©) (d)

Tustragdo grafica da operagdo de convolugdo. Blocos azuis referem-se as entradas, blocos verdes aos
ntcleos e blocos roxos as saidas da convolugdo. (a) refere-se a uma operacdo de convolucdo padréo.
(b) refere-se a uma convolugdo de ntcleo unitdrio, quando seu nticleo possui tamanho 1x1. (c) propoe
uma convolucdo espacialmente separével, quando o niicleo da convolucéo é quebrado em 2 vetores. (d)
emprega uma convolugdo profundamente separavel, em que agrupa-se as saidas geradas por diferentes
ntcleos por uma operac¢do de convolugdo de niicleo unitdrio. Fonte: Adaptado da apresentagdo de [43]

Em termos arquiteturais dos modelos profundos, dificilmente as camadas convolu-
cionais sdo adotadas de modo isolado, estando, em geral, dentro de blocos convolu-
cionais compostos por trés etapas: Convolugdo, Ativagdo e Agrupamento. Primeira-
mente, a etapa de convolugdo consiste da execuc¢do das camadas convolucionais, que
realizam diversas operagdes de convolucédo entre a entrada e cada um dos seus filtros
de modo paralelo. Em seguida, as saidas multi-dimensionais obtidas pela execugdo
das camadas convolucionais sdo ativadas por uma camada de ativagdo, que aplicam
fungdes de ativacdo, como a ReLU, SeLU, tanh, entre outras, sobre cada um dos ele-
mentos da saida da etapa convolucional. Ao final, apés a ativacdo das saidas das ca-
madas convolucionais, os dados sdo encaminhados a uma camada de agrupamento,
que a partir de alguma medida de sumarizacdo (média, médximo, minimo, entre ou-
tros) calculada sobre uma determinada localizagdo das saidas multi-dimensionais,
permite diminuir a dimensionalidade de sua saida. [24]

As camadas de agrupamento verificam uma vizinhanga retangular de elementos
para obter uma tnica saida a partir destes elementos, podendo ser calculado sobre a
funcdo de maximo, média, a norma-L2 ou uma média ponderada pela distancia até
o ponto central. Isso permite obter representa¢des que sdo invariantes com relacgdo a
pequenas transla¢des da entrada, ou seja, caso a entrada seja transladada por uma
pequena quantidade, os valores da maior parte das saidas agrupadas nao serédo al-
teradas. Essa propriedade das camadas de agrupamento é bem ttil se o objetivo da
tarefa é mais voltado para reconhecer quando uma determinada caracteristica esta
presente ou ndo na entrada. [24]

Atualmente, devido ao grande esforgo cientifico e o crescimento na quantidade de
dados rotulados, as CNNs vém apresentando diversas contribui¢des relevantes de
alto desempenho [37]. Por exemplo, o modelo AlexNet [35], o primeiro a revisitar
as CNNs em 2012, consiste de 5 blocos convolucionais (camadas de convolucéo, ati-
vagdo e agrupamento) que, ao final, é seguido por uma DNN de 3 camadas como
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classificador final. Na época de seu desenvolvimento, devido a baixa quantidade de
recursos das Unidades de Processamento Gréfico (do inglés, Graphics Processing Units
— GPUs), seu modelo foi dividido em duas partes, atribuindo-se metade dos canais
dos mapas de ativagdo em diferentes GPUs e, portanto, ndo existindo uma comuni-
cacdo completa de dados entre as diferentes partes do modelo. As CNNs conhecidas
como VGGs [72] investigaram o ganho de desempenho associado ao aumento da pro-
fundidade dos modelos, em particular, fixando-se um tamanho pequeno para seus
nucleos (préoximo de 3 x 3) e variando o ntiimero de camadas convolucionais entre
8 e 16 camadas. Com o aumento da profundidade, problemas de explosdo e desa-
parecimento de gradientes comegaram a ser evidentes, tornando a tarefa de treinar
modelos muito profundos desafiadora. Com esse problema em mente, He et. al. [28]
propuseram as CNNs denominadas como ResNets (em suas versdes de 20, 50 e 151
camadas), compostas por blocos residuais que conectam as saidas processadas pelos
blocos convolucionais com sinais residuais encaminhados diretamente da entrada.
As conexoes residuais reforcam o fluxo de gradiente ao longo dos modelos, evitando
os problemas de explosdo e desaparecimento de gradiente. Assim como as ResNets
que possuem conexdes residuais, as DenseNets [29] adotaram conexdes densamente
conectadas, ou seja, a saida de cada uma de suas camadas sdo encaminhadas para
todas as camadas posteriores a ela que estejam dentro de um mesmo bloco denso.

2.3.3 Camadas de Normalizagdo de Lote

Os algoritmos de otimizagdo, como Descida de Gradiente Estocéstico (do inglés, Sto-
chastic Gradient Descent — SGD) e Adam, tém por objetivo ajustar o conjunto de para-
metros de um modelo 6 € © para um 0’ que resulte em valores minimos de erros.
Normalmente, o ajuste de parametros é feito em pequenos passos definidos pelo
encaminhamento de mini-lotes de observagdes do conjunto de treinamento para a
estimagdo do gradiente da fung¢do de erro. Porém, como os dados sdo encaminhadas
por uma sequéncia de camadas plugadas uma nas outras, isto é, com a saida de uma
sendo a entrada da outra, a entrada de uma camada é afetada por todos os parame-
tros das camadas anteriores a ela. Isso torna o processo de treinamento dificil, visto
que pequenas modificagdes em camadas iniciais podem ser amplificadas (explosdo
de gradiente) ou diminuidas (desaparecimento de gradiente) em camadas mais pro-
fundas. Além disso, o constante ajuste dos parametros pode levar a uma constante
modificagdo na distribui¢do dos dados em uma das camadas, fazendo com que as
proximas camadas também tenham que se adaptar a uma nova distribui¢do de da-
dos, dificultando o ainda mais o processo de treinamento. Esse problema também é
reconhecido na literatura como mudanca de covariancia interna (do inglés, Internal
Covariate Shift).

Ioffe e Szegedy [31] assumiram que, caso fosse possivel garantir uma certa estabi-
lidade das distribuigdes dos dados de entrada, esses problemas poderiam ser dimi-
nuidos a um certo nivel, permitindo acelerar o processo de treinamento e diminuir a
necessidade de técnicas de inicializacdo mais sofisticadas. Assim, os autores propu-
seram as camadas de normalizagdo de lote (do inglés, Batch-Normalization — BN) para
diminuir a mudanga de covaridncia interna por meio de uma abordagem estrutural
para métodos de DL. As camadas BN normalizam (centraliza em média zero e vari-
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ancia unitdria) cada uma das caracteristicas das observagdes do mini-lote de entrada
em todas as camadas de um modelo profundo (Equacgéo 15).
. Xx—EX]
X=——— (15)
Var[x]
Neste caso, a esperanga e a varidncia sdo estimadas sobre os mini-lotes do conjunto de
treinamento, permitindo que suas estatisticas participem ativamente do processo de
retro-propagacdo. Entretanto, simplesmente normalizar os dados pode mudar o es-
pago latente das camadas e a capacidade do modelo como um todo, assim, os autores
propuseram a adicdo de parametros adicionais « e (3, de mesma dimensionalidade
que a entrada das camada BN, para que o modelo tenha o poder de restaurar as re-
presentagdes originais ou manter as representa¢des normalizadas (Equagdo 16). Logo,
caso o modelo aprenda que é melhor manter as entradas originais durante o processo
de treinamento, os parametros adicionais cancelam o comportamento da normaliza-
¢do, fazendo com que as camadas BN atuem simplesmente como identidades. [31]

y=oX+p (16)

Uma vez que o modelo profundo com camadas BN seja treinado sobre o conjunto
de dados de treinamento, em fase de inferéncia, as camadas BN alteram seu funci-
onamento para usar as estatisticas de média e variancia da populagdo (Equagdo 17)
aprendidas a partir dos estimadores candnicos para média X = E[X] (estatistica de
primeiro momento) e varidncia S = Var[X] (estatistica de segundo momento) sobre
todo o conjunto de treinamento X. [31]

X(teste) R,

Y:“'T'f‘ﬁ (17)

O uso das camadas BN permitiu obter os mesmos resultados relatados pelos au-
tores de diversos modelos ganhadores do ImageNet com uma quantidade muito in-
ferior de épocas de treinamento e, caso o processo de treinamento fosse continuado,
essas mesmas CNNs conseguiram obter resultados ainda maiores. [31] Hoje em dia,
as camadas BN é uma escolha padrdo no desenvolvimento de arquiteturas profundas,
devido ao seus diversos beneficios.

2.3.4 Aprendizagem Contrastiva

Aprendizado Contrastivo (CL) refere-se a um conjunto de técnicas compreendidas
pela drea de pesquisa dos métodos de DL auto-supervisionados (do inglés, Self-
Supervised — SS). A grosso modo, a SS tem por objetivo a aprendizagem de boas
representacdes de dados em conjuntos de dados nado-supervisionados. Isso é feito a
partir do treinamento de um modelo com tarefas que podem ser facilmente geradas
a partir dos dados, normalmente através da indugdo de perturbagdes parametrizadas
sobre os dados de entrada de tal forma que essa parametriza¢do possa ser associada
aos dados perturbados em forma de pseudo-rétulos. Alguns exemplos de tarefas de
SS sdo a colorizagdo de imagens, solucdo de quebra-cabecas sobre imagens de en-
trada, predicdo do angulo de rotagdo das imagens, ou, também, a contrastagdo entre
exemplos positivos e negativos (CL) [74].
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No caso do CL, a pseudo-supervisdo vem da penalizagdo de um modelo DL pelo
contraste dos vetores de caracteristicas gerados a partir de duas visualiza¢des distin-
tas obtidas de uma mesma entrada dncora, com objetivo de aproximar representacoes
(vetores de caracteristicas) positivas ao mesmo tempo que afasta as representa¢oes
dos demais exemplos negativos. Historicamente, CL teve uma de suas primeiras apa-
rigdes em meados de 2006 com o trabalho de Hadshell et.al. [27], que foi seguido
por uma infinidade de novas abordagens, algumas delas usando bancos de memoria
para salvar o centroide de classes e penalizar o modelo com base em distancias, ou-
tras usando amostras do lote para geracdo de amostras negativas e, mais atualmente,
com técnicas que buscam maximizar a troca de informag¢des mutuas entre as diferen-
tes visualizagdes [14]. No entanto, apenas recentemente com as técnicas SImCLR [14]
e SupCon [32] o CL foi reconhecido como um tépico quente de pesquisa e vieram a
ser empregadas em trabalhos do estado-da-arte.

Chen et.al. [14] em sua abordagem chamada SimCLR reuniu diversos componen-
tes de trabalhos anteriores e estudou sistematicamente a composicao deles em uma
tnica estrutura. Conforme mostrado na Figura 8, o SimCLR é dividido em 3 etapas
principais: (1) dada uma instancia de entrada ancora x; e um conjunto de fungdes
de aumento 7, duas visualizacdes da mesma instancia ancora sdo geradas {X;, X;};
a seguir, (2) ambas as visualizagdes sdo mapeadas em uma representagdo latente
{hi, h;} por meio de um codificador e projetados para um novo espago de caracte-
risticas {z;, z;} por meio de uma cabeca de projegdo; finalmente, (3) penaliza-se o
modelo por uma fungio de perda contrastiva £51™¢!" calculada pela similaridade de
cossenos (Equagdo 18) entre as projegdes das duas visualiza¢des geradas pela mesma
ancora. Dessa forma, SimCLR é capaz de pré-treinar um modelo robusto para apren-
dizagem de representagdes visuais que maximizam a concordancia entre as diferentes
visualiza¢des da mesma ancora.

2N . ) .
gsimelr _ Z log ZNeXP(Slm(Zu .Z)(l) )/T) (18)
5 2 —q Tz exp(sim(zy, zy)/T)

Por outro lado, Khosla et.al. [32] levantou a seguinte questdo: “e se considerarmos
um conjunto de dados supervisionado e suas informagoes de classe durante o treinamento
?”. Eles formularam, entdo, uma maneira de aproveitar a informacdo de rétulo du-
rante o curso de treinamento, generalizando a fungdo de perda SimCLR para ava-
liar ndo apenas a semelhanga entre um par de visualiza¢des positivas, mas também
levar em consideracdo a semelhanga de todas as amostras da mesma classe (Equa-
¢do 19). Essa generalizagdo é feita a partir do calculo da média entre os valores soft-
max das similaridades dos cossenos de todas as observacdes de uma mesma classe
Pi) ={x, Vpe{l,...,i=1,i+1,...,2N} : §p = §i} dentro das 2N observagdes
do mini-lote aumentado. O processamento de dados é o mesmo do SimCLR, ou seja,
um conjunto de fun¢des de aumentagao é usado para geragdo de duas visualizagdes
de cada observacgdo de entrada; entdo, cada par positivo é encaminhado ao longo
do modelo DL (codificador) e a cabega de projecdo; para, por fim, calcular o erro
contrastivo das proje¢des, mas agora com sua prépria funcao perda Equacgao 19.

supcon < 1 eXP(Sim(Zi/ Zp)/T)
geupeon — %~ > 1 (19)
i=1

IP(1)] peP (i) SN 1 exp(sim(zi, zi ) /T)
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Figura 8: Aprendizagem de representag¢des visuais por aprendizado contrastivo, SimCLR
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Estrutura de funcionamento do método de aprendizado contrastivo SimCLR. Inicialmente, gera-se duas
visualizagdes de uma mesma imagem dncora de entrada a partir da aplicagdo de uma fungado de trans-
formagdo que foi aleatoriamente extraida de um conjunto de fungdes. As duas visualiza¢des sdo entdo
encaminhadas por um modelo DL codificador, e, posteriormente, projetados sobre uma nova represen-
tagdo z(; j;. Por fim, o modelo ¢ entdo penalizado com base na similaridade das projecdes de cada uma
das visualizagdes obtidas da imagem ancora. Fonte: Adaptado [14]

Figura 9: Aprendizagem de representagdes visuais por aprendizado contrastivo, SupCon
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Arcabougo de funcionamento do método de aprendizado contrastivo SupCon. Este método é similar
ao método SImCLR, apresentando as mesmas etapas de geracdo de diferentes visualizagdes e codifi-
cagdo/projecao para um novo espaco latente. A principal diferenga refere-se a fungdo de penalizagdo
usada pelo SupCon. Nesse caso nao se verifica apenas a similaridade entre as proje¢des de uma mesma
entrada dncora, mas também similaridade com relagdo a todas as demais proje¢des de uma mesma
categoria. Fonte: Adaptado [32]

2.3.5 Deep Fakes, Redes Adversdrias Generativas e Auto-Codificadores

Outro tépico importante associado ao DL que pode também esbarrar em questdes
éticas, politicas e sociais sdo os DeepFakes, isto é, conteidos multimidias sintetica-
mente gerados por meio de métodos de DL generativos [26]. Métodos generativos
contam com as Redes Adversérias Generativas (GANSs), os Auto-Codificadores (do
inglés, Auto-Encoders — AEs) e, mais recentemente, com os métodos de Difusado Esté-
vel (do inglés, Stable Difusion) e os Grandes Modelos de Linguagem (do inglés, Large
Language Models — LLMs).

Goodfellow et. al. [25] foram os pioneiros no desenvolvimento das GANs, um mo-
delo generativo voltado para a a aumentagdo de conjuntos de dados pela geracdo
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de exemplos que seguem a mesma distribuicdo de probabilidade dos dados nao-
rotulados de treinamento. Inicialmente, as GANs passam por uma etapa de apren-
dizagem ndo-supervisionada para a aprendizagem implicita de uma distribuicdo
Pmodelo(x) que melhor se aproxime da distribui¢do dos dados p4ados(x) desconhe-
cidos. O processo de treinamento de GANSs é baseado na teoria dos jogos, particular-
mente, com um jogo minmax entre dois modelos de DL que atuam como jogadores,
um modelo gerador e um modelo discriminador. O modelo discriminador examina
a entrada x a fim de reconhecer sua veracidade p(Reallx) = D(x;0p), isto é, ava-
liar a probabilidade da entrada ser da distribui¢do de dados reais pgados (rétulo
yi = 1) ou de ter sido sinteticamente gerada pelo Gerador e seguir a distribuicado
de dados pmodelo (rétulo yi = 0). Para isso, seu treinamento espera encontrar o
conjunto de parametros 0p que minimize o erro de classificagdo entropia-cruzada
bindria (Equagédo 20). O Gerador, por outro lado, é treinado para implicitamente ajus-
tar sua distribuicdo pmodelo @ mimetizar a distribuicdo pgados € consequentemente,
gerar observagdes que enganem o discriminador. Para isso, um vetor aleatério amos-
trado de uma distribuicdo normal z_» € R é encaminhado ao Gerador, que resulta
em uma observagdo sinteticamente gerada X = G(z;0g) que segue a distribuicdo
Pmodelo aprendida. Como o Gerador é um modelo deterministico, o vetor aleat6-
rio z é necessario pois atua como fonte de aleatoriedade para que as saidas sejam
distintas uma das outras. Além disso, treina-se o Gerador para que seu conjunto de
parametros 0 maximize o erro de entropia-cruzada bindria do Discriminador, ou
seja, classifique as observagdes X como reais (rétulo 1) (Equacgdo 21).

N
o
min ;Ui log(p(Reallxi)) + (1 —yi) log(1 — p(Reallxi)) (20)
1 N
min; > log(p(Reall%;)) (21)

i=1

Outro método generativo que vem apresentando grandes contribui¢des para o
estado-da-arte em DeepFakes refere-se aos Auto-Codificadores (AE). Essa classe de
métodos generativos tem como objetivo aprender de forma nao-supervisionada re-
presentacdes latentes que sejam altamente informativas a partir do treinamento con-
junto de um modelo profundo “codificador” e um modelo profundo “decodificador”
(ou também denominado na literatura como gerador) [6]. O codificador projeta suas
entradas x € RP para uma representacio latente 1 = C(x;0c) € R de tamanho
reduzido L < D. Em seguida, as representac¢des latentes sio novamente projetadas
a um novo espaco de caracteristicas de mesma dimensionalidade que o de entrada
pela estrutura Decodificadora X = D(1;0p) € RP. Ambos os modelos sdo treinados
de forma conjunta, normalmente penalizados por uma funcao de erro de reconstru-
cdo definida como a diferenga entre a entrada e a imagem reconstruida. A partir da
formulacgdo padrdao dos AE, novas variagdes foram propostas na literatura, como os
AEs Variacionais (do inglés, Variational Auto-Encoders — VAEs), para as mais diversas
tarefas, como o aumento de dados, classificagdo, agrupamento de dados e detecgdo
de anomalias [6].

Deep Fakes também foram usados para a drea de pesquisa da OSR, por exemplo,
Chen et. al. [13] e Neal et. al. [50] propuseram abordagens que usaram técnicas gene-
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Figura 10: Composigao geral de uma GAN
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Arcabougo geral de uma GAN, compostos por uma estrutura DL Geradora, que recebe um vetor alea-
tério de entrada e resulta em uma imagem de saida, e uma estrutura DL Discriminadora, que recebe
imagens como entrada e tem como objetivo classifica-las entre imagens reais ou falsas. Fonte: Adap-
tado [25]

rativas com sucesso, respectivamente, GANs e AEs que apresentaram grandes contri-
bui¢bes para a drea de pesquisa OSR. Particularmente, Chen et.al. [13] propuseram
o uso de GANSs para a geracdo de imagens negativas (i.e. de classes ndo vistas du-
rante o treinamento) que melhoraram a discriminalidade de sua abordagem de OSR.
Neal et. al. [50], por outro lado, propuseram o ajuste das representagdes latentes ob-
tidas por AEs em dire¢do aos limites negativos, gerando, assim, exemplos negativos
que se assemelham aos dados de entrada. Com base nesses casos de sucesso este
trabalho também propde o uso de métodos generativos (GANs/AEs) para a geragdo
de exemplos negativos para o problema de OSDA. Para isso, investigou-se primei-
ramente seu uso individual sobre um métodos de OSDA e, em seguida, seu uso
conjunto com técnicas de CL, como apresentado no Capitulo 4.
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Figura 11: Composigdo geral de um AE
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Estrutura geral de um Auto-Codificador (AE). Um AE consiste de um Codificador, que transforma seu
dado de entrada (i. e. imagem) a uma representacao latente intermediaria, e um Decodificador, que tem

como objetivo reconstruir a os dados de entrada a partir da representagdo latente intermediaria. Fonte:

Adaptado [6]
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ADAPTACAO DE DOMINIO NAO-SUPERVISIONADA

Nesta secdo, sdo descritos os desenvolvimentos associados a primeira etapa deste tra-
balho, referente a implementacdo de um método para o problema da UDA. Primei-
ramente, desenvolveu-se o método MS-DIAL, resultando em artigos publicados na
linha principal da conferéncia WVC’2020 [69] e na oficina de trabalhos de graduagdo
do WUW-SIBGRAPI'2020 [68]. Em seguida, verificou-se que a adi¢do do MS-DIAL
como meio de alinhamento de caracteristicas em modelos consagrados da UDA per-
mitiu melhorar ainda mais seu desempenho, resultando em um artigo publicado na
linha principal de trabalhos do SIBGRAPI'2021 [71]. Ambas investigagdes sdo des-
critas a seguir, inicialmente com uma visdo geral sobre o problema e os trabalhos
relacionados, para, entdo, detalhar cada uma das propostas individualmente.

3.1 INTRODUGAO

Em geral, espera-se que modelos treinados em conjuntos de dados supervisionados
(i.e., conjuntos de treinamento) levem a resultados equivalentemente bons quando
avaliados sobre os dados nao-rotulados (i. e., conjunto de teste) em fase de inferéncia.
Entretanto, isso nem sempre acontece pois é dificil obter conjuntos de dados de trei-
namento e teste que foram extraidos de uma mesma distribuicdo de probabilidade,
devido ao problema denominado de mudanga de dominio. Define-se a mudanga de
dominio como a situagdo em que os dados de teste sdo obtidos sob diferentes circuns-
tancias com relagdo aos dados de treinamento, as quais podem ser leves, como em
condig¢Oes de iluminagdo e perspectivas, ou severas, como quando sao coletados por
dispositivos diferentes ou sao de géneros diferentes (fotos e ilustra¢des artisticas) [69].
A UDA conta com propostas de modelos que buscam diminuir a mudanga de domi-
nio entre um dominio-fonte supervisionado (ou vérios dominios-fonte pela perspec-
tiva de maltiplas fontes) para um tnico dominio-alvo ndo-supervisionado [80].

As abordagens de UDA presentes na literatura se enquadram ou em solugdes
que exploram caracteristicas invariantes entre dominios ou em solugdes que redu-
zem a discrepancia entre diferentes distribui¢des de dados [11]. Muitos dos traba-
lhos anteriores consideram apenas a mudanga de dominio entre um tnico dominio-
fonte e um dominio-alvo. Entretanto, de uma perspectiva real, os dados sdo normal-
mente obtidos de vdrias fontes, as quais possuem, também, distribui¢des distintas
entre si mesmas [80]. Essa perspectiva refere-se a uma das ramificagdes da UDA
denominada Adapta¢do de Dominios de Mudltiplas Fontes (MSDA). Nesse cendrio,
uma possibilidade seria 0 agrupamento de todos os dominios-fonte em um tnico e
grande dominio-fonte relacionando suas categorias, para, entdo, usar os métodos de
UDA [85]. Contudo, essa abordagem pode néao levar a resultados satisfatérios, pois
os dominios-fonte ndo contribuem necessariamente da mesma forma para o apren-
dizado do modelo [79]. Assim, diversos trabalhos da literatura vém adotando essa
ramificacdo mais desafiadora da MSDA, com objetivo de melhorar os resultados para
além das limitacdes encontradas pela simples UDA.
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Neste cendrio, propde-se a Camada de Alinhamento de Multiplos Dominios (MS-
DIAL) [69], uma extensdo das Camadas de Alinhamento de Dominios (DIAL) [11]
para o problema de MSDA. O MS-DIAL foi implementado na forma de blocos de
construgdo dos modelos de DL (i.e. camadas), com objetivo de resolver a mudanga
de dominio pelo alinhamento de diferentes dominios de dados sobre uma mesma dis-
tribuicdo referéncia, geralmente, uma distribui¢do normal. A inser¢do do MS-DIAL
em métodos de DL ndo apenas produziu bons resultados na diminui¢do do problema
da mudanga de dominio [69], como também permitiu melhorar os resultados de ou-
tras abordagens de UDA /MSDA quando aplicado sobre seus arcabougos [71].

3.2 DEFINIGAO DO PROBLEMA

Suponha um conjunto de treinamento X = {J, A}, composto por M dominios-fonte
supervisionados J = {J1,J2,...,Fm} e um dominio-alvo ndo-supervisionado A, e
um conjunto de dados de teste T. Cada um dos dominios-fonte F; contém N; tuplas
]N:"], o dominio-alvo,
por outro lado, contém N observagdes sem rétulos A = {x].(A)}}\':’ﬁ. A rigor, cada
um dos dominios refere-se a amostragens de dados que foram extraidas de uma
distribuigdo populacional de dados. Assumindo que ps,(x,y) defina a distribui¢do
do dominio-fonte i e p4(x) a distribui¢do do dominio-alvo ndo-supervisionado, a
suposicdo da mudanga de dominio entre J e A implica que todas as distribuicoes
sdo diferentes entre si, isto €, py, # pg, #pa, V1i,j €{1,2,...,M} e i#j. Pressupde-
se também que o conjunto de dados de teste T seja extraido da mesma distribui¢do
pa(x), ou seja, contém um conjunto de observagdes extraidas do dominio-alvo A que
ndo foram vistas durante treinamento. Assim, o problema de MSDA, ou de UDA
quando M = 1, consiste em encontrar um conjunto de parametros 0 € © para uma
rede profunda de forma que suas predi¢des para as observagdes do conjunto de teste
gA) € 7 sejam as melhores possiveis a partir de uma transferéncia de conhecimento
do(s) dominio(s)-fonte.

que relacionam observagdes com seus rétulos JF; = {(xj(i),yj(i))}

X

3.3 TRABALHOS RELACIONADOS

Métodos de UDA normalmente aprendem a tarefa em questdo a partir da experiéncia
presente no dominio-fonte supervisionado, usando posteriormente, o dominio-alvo
apenas para diminui¢do da mudanga de dominio entre os dados no espago latente
de saida do modelo DL [77]. Segundo Venkat et. al. [77], em geral, esse processo de
diminuicdo da mudanga de dominio é feito pela adi¢do de novas componentes na
fungdo de erro do arcabougo, por exemplo, pela minimizagao de discrepancias esta-
tisticas [23, 5] e 0 treinamento adversariais [19, 42], ou por transformagdes especificas
nos dominios [11, 58, 40].

JUST DIAL: DOMAIN ALIGNMENT LAYERS FOR UNSUPERVISED DOMAIN ADAP-
TATION Carlucci et. al. [11] propuseram o método DIAL, uma solugdo estrutural
para métodos de DL que é voltada para o problema da adaptagdo de dominio entre
um dominio-fonte e um dominio-alvo. O DIAL tem como objetivo alinhar as distri-
bui¢des dos dominios fonte e alvo sobre uma distribuicao de referéncia escolhida a
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priori. Exemplos de distribui¢des de referéncia que foram exploradas em seu traba-
lho sdo a distribui¢do normal, a distribuigdo normal usando técnicas de aproximagdo
mais sofisticadas como a estimativa de probabilidade médxima a-posteriori (do inglés,
Maximum A-Posteriori — MAP) e a distribui¢do de Laplace. Sua aplicagdo requer que
modelos de DL sejam arquiteturalmente ajustados para receber o DIAL, devendo-
se substituir suas camadas de BN por novas camadas DIAL. Dessa forma, o DIAL
permite realizar o compartilhamento dos parametros do modelo entre todos os domi-
nios, ndo sendo necessario, como em outras propostas [18, 40, 52, 79], adotar fluxos
de dados diferentes para cada um deles. Esta primeira etapa do trabalho adotou o
DIAL como base para seus desenvolvimentos e investiga¢des subsequentes.

De uma perspectiva prética, o processo de treinamento do DIAL acontece da se-
guinte forma:

¢ Encaminhamento: Inicialmente, compde se um mini-lote estruturado contendo
observagdes do dominio-fonte J e do alvo A. Durante seu processo de encami-
nhamento, quando o mini-lote alcanca as camadas DIAL, ele é quebrado em
seus subconjuntos do dominio fonte e alvo, que seguem entdo por fluxos de
dados diferentes apenas dentro do DIAL para que ndo se impregne a fungdes
de alinhamento de um dominio com valores de outro dominio. Apés o encami-
nhamento o processo termina de forma padrdo, isto é, calcula-se a fungdo de
erro e seus gradientes para dar inicio ao processo de otimizagdo. Sua fung¢do de
erro contém duas componentes, uma voltada para a aprendizagem da tarefa de
classificagdo, calculada pela Entropia-Cruzada das predi¢des do dominio-fonte,
e outra voltada para melhoria da confiabilidade do modelo, calculada pela En-
tropia de Shannon [67] sobre as predi¢des do dominio-alvo.

e Retro-propagacdo: Ndao hd mudangas com relagdo ao procedimento padrdo de
retro-propagagao.

Mais recentemente, métodos de MSDA comecaram ser mais recorrentes na lite-
ratura, possivelmente, devido aos desafios associados ao uso de multiplos dominios-
fonte e o possivel aumento da margem de resultados [77]. As propostas mais comuns
de MSDA treinam um extrator de caracteristicas compartilhado entre todos os domi-
nios, mas classificadores individuais para cada um dos dominios. Ao final, as saidas
dos classificadores sdo ponderadas para geracdo de uma predigéo final para as obser-
vagdes do dominio-alvo. [79, 80, 52, 84]. A seguir, algumas propostas de MSDA que
apresentaram grandes contribui¢des na literatura serdo discutidas, especialmente, o
método DCTN de Xu et. al. [80], por ser um dos pioneiros de MSDA, o método DARN
de Wen et.al. [79], por ter excelentes resultados com um forte embasamento tedrico,
e o método MADAN de Zhao et.al. [85], por ser uma abordagem recente voltada
para a tarefa de segmentagdo de imagens.

DEEP COCKTAIL NETWORK: MULTI-SOURCE UNSUPERVISED DOMAIN ADAPTA-
TION WITH CATEGORY SHIFT Xu et.al. [80] propuseram o modelo DCTN para o
problema da MSDA. Sua abordagem, com base na regra de combinagdo ponderada
de distribui¢des, assume que a distribui¢do do dominio-alvo pode ser representada
por uma combinagdo ponderada das distribui¢des dos dominios-fonte. A estrutura de
seu modelo profundo contém um tnico extrator de caracteristicas com pesos compar-
tilhados entre todos os dominios concatenado a cabecas classificadoras e cabecas dis-
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criminadoras que sdo replicadas para cada um dos dominios-fonte. Primeiramente, o
modelo é submetido a um processo de treinamento adversarial de muitas vias para
o treinamento dos discriminadores de dominio e obten¢do de pontuagdes de perple-
xidade para cada um dos dominios. Em seguida, as predigdes dos M classificadores
fonte sdo obtidas para exemplos do dominio alvo. Essas predi¢des sdo combinadas
de forma ponderada pelas pontuagdes de perplexidade que foram obtidas anterior-
mente. A primeira etapa permite o modelo a implicitamente reduzir a mudancga de
dominio entre os dominios-fonte, enquanto que a segunda etapa ajuda o modelo a
aprender caracteristicas mais discriminativas.

DOMAIN AGGREGATION NETWORKS FOR MULTI-SOURCE DOMAIN ADAPTATION
Wen et. al. [79] argumentam que apesar de alguns métodos possuirem uma base ted-
rica motivada pelo limite de generalizacdo de dominios-cruzados, eles, na verdade,
usam regras de agregacdo ad-hoc ou carecem de analises para amostragens finitas,
resultando em uma lacuna entre teoria e pratica. Os autores, entdo, demonstraram
formalmente um limite de generalizacdo de dominio-cruzado baseado em discrepan-
cia para amostragens finitas de MSDA, que foi usado posteriormente para ajustar
dinamicamente os pesos de importancia associados a cada dominio-fonte durante
o processo de treinamento. Esse método foi denominado como Domain AggRegation
Networks (DARN). Estruturalmente, DARN possui um extrator de caracteristicas com
parametros compartilhados entre todos os dominios concatenado a uma cabega clas-
sificadora de tarefa e, também, outras M cabecas que calculam a discrepéancia entre
dominios. Outra grande contribuicdo de sua abordagem foi que, para se garantir
uma comparagdo justa entre os resultados reportados, os autores re-implementaram
diversos métodos de UDA e MSDA para serem treinados sob seu mesmo protocolo
experimental, sendo eles: DANN [18], voltado para a configuragdo de um dominio-
fonte para um dominio alvo, e MDAN [84], MDMN [39], M3SDA [52], voltados para
a configuracdo de varios dominios-fonte para um dominio alvo.

MADAN: MULTI-SOURCE ADVERSARIAL DOMAIN AGGREGATION NETWORK FOR
DOMAIN ADAPTATION Zhao et.al. [85] notaram que os métodos mais recentes
de MSDA néo consideram o desalinhamento entre os dominios-fonte e nem alinha-
mentos ao nivel de pixels. Sua abordagem, intitulada MADAN, visa lidar com tais
premissas para a tarefa de segmentacgdo de imagens, pois, assim, alinhamentos de ca-
racteristicas de alto-nivel ndo seriam mais suficientes. Primeiramente, MADAN gera
dinamicamente um novo conjunto de dados para cada um dos dominios-fonte, de-
nominado dominio adaptado, cujas observagdo sdo direcionadas ao dominio-alvo
por meio de técnicas de consisténcia semantica dinadmica, criando-se, assim, um ali-
nhamento ao nivel de pixels. Em seguida, usa-se um treinamento adversarial entre
os discriminadores de sub-dominios e discriminadores ciclicos de dominio-cruzado,
que agregam observagdes de cada um dos dominios adaptados em um tnico domi-
nio adaptado. Ao final, o modelo é entdo treinado sobre a tarefa de segmentagdo de
imagens com uso dos dados do dominio adaptado.

Considerando os trabalhos supracitados, a Tabela 1 apresenta um sumaério das
principais caracteristicas de cada um. Pode-se destacar que o método desenvolvido
neste trabalho, MS-DIAL, se diferencia dos demais principalmente devido ao uso de
um tnico fluxo de dados com pardmetros que sdo compartilhados entre todos os
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dominios fonte e alvo, permitindo ser facilmente estendivel para outros métodos e
topologias.

Tabela 1: Sumadrio relacionando as principais caracteristicas dos trabalhos citados

Meétodos ‘ Multiplas Fontes ‘ Fluxo tnico ‘ Pesos Compartilhados | Generativo | Adversarial
DIAL [11] v v
DARN [79] v v
DCTN [84] v v
MADAN [85] v v v
MS-DIAL [69] (Nosso) v v v

Fonte: O autor.

3.4 CAMADAS DE ALINHAMENTO DE DOMINIO DE MUITAS-FONTES

Assumir o cendrio de apenas um dominio-fonte (i.e. M = 1) é restritivo, visto que
mesmo em conjuntos de dados consolidados como o ImageNet [59] é possivel separar
seus dados em subconjuntos conhecidos por dominios latentes [44]. Além disso, o
agrupamento de todos 0os dominios em um tinico grande dominio-fonte pode excluir
as particularidades de cada um deles [80]. Com este cendrio em mente, a primeira
contribuicdo deste trabalho teve como objetivo o desenvolvimento de um método
para lidar com o problema da MSDA. Para isso, adotou-se o método DIAL [11], um
meio simples e eficaz que foi originalmente desenvolvido para o problema da UDA,
como base para a extensdo de seu funcionamento para o problema da MSDA.

A grosso modo, as camadas DIAL buscam alinhar as distribui¢des dos dominios
fonte e alvo em diversos niveis do espaco de caracteristicas sobre uma mesma distri-
buicdo de referéncia pré-estabelecida (maiores informagdes na Segdo 3.3). Sua exten-
sdo para MSDA, denominada como Camadas de Alinhamento de Mudltiplos Domi-
nios (MS-DIAL), adotou como distribui¢do de referéncia a distribui¢do normal sem
aproximacdo MAP, que apresentou um bom equilibrio entre resultados no DIAL. De
um ponto de vista de desenvolvimento, isso equivale a replicar camadas de BN sem
transformagdes afins para cada um dos dominios-fonte. Antes de tudo, seu uso em
aplicagdes de MSDA, requer que o MS-DIAL seja inserido no lugar das camadas BN
de um modelo de DL (Figura 12(b)), para, s6 entdo, iniciar o processo de treinamento
ilustrado na Figura 12(c) e descrito a seguir.

1. Como primeira etapa, garante-se que o mini-lote de entrada contenha exemplos
de cada um dos M dominios-fonte e também do dominio-alvo.

2. Quando o mini-lote alcanga 0 MS-DIAL, ele é quebrado em M + 1 partes, sendo
M conjuntos de cada um dos dominios-fonte e um conjunto de observagdes do
dominio-alvo (fluxo vermelho escuro da Figura 12).

3. Em seguida, encaminha-se os M + 1 conjuntos por uma camada BN que é in-
dividual ao seu dominio, que realiza o alinhamento sobre a distribuigdo de
referéncia.

4. Concatena-se novamente os dados em um novo mini-lote x” que segue a mesma
estrutura do mini-lote de entrada. x’ é entdo transformado linearmente por pa-
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rametros o e (3 aprendidos em tempo de treinamento. Esses parametros reali-
zam um ajuste fino de escala e transla¢do entre o alinhamento das distribuigdes.

5. Por fim, encaminha o mini-lote para as préximas camadas.

Figura 12: Modo de funcionamento do MS-DIAL.
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Para se usar o método MS-DIAL é necessdrio alterar todas as camadas de BN de um modelo DL pelo
MS-DIAL. Para isso suponha entdo um modelo DL padrdo, como indicado em (a), composto por di-
ferentes camadas e que é treinado com base no calculo de uma fungio de erro, normalmente, uma
Entropia-Cruzada. Estruturalmente, como indicado em (b), deve-se alterar as camadas BN do modelo
de DL padréo pelas camadas MS-DIAL (indicado em vermelho escuro) e garantir-se que o mini-lote de
entrada, agora, contenha observacdes de todos os dominios envolvidos. Ao final, otimiza-se o0 modelo
através do calculo da fungédo de erro de entropia cruzada apenas para os exemplos do dominio-fonte
e a fungdo de erro de Entropia de Shannon para os exemplos do dominio-alvo. (c) apresenta o fluxo
de dados interno das camadas MS-DIAL, em que primeiramente quebra-se os mini-lotes de entrada
em conjuntos de observagdes de um mesmo dominio-fonte, que sdo encaminhados por blocos de nor-
malizagdo de lote sem transformacdes afim, em seguida concatenados novamente, para, ao final, serem
transformados linearmente por parametros « e (3 aprendiveis durante treinamento e encaminhados
para as proximas camadas. Fonte: Retirado e adaptado de [69]

Ao final do encaminhamento, calcula-se uma funcdo de erro L = Ls + ALNs,
composta por uma componente supervisionada £s e uma fragdo da componente
nao-supervisionada £ns. As predigdes e os rétulos do dominio-fonte sdo usadas no
célculo da componente supervisionada Ls, referente a fungdo de Entropia-Cruzada
(Equacdo 22) que auxilia na aprendizagem de caracteristicas discriminativas dos
dominios-fonte. Por outro lado, as predi¢des do dominio-alvo sdo usadas no calculo
da componente ndo-supervisionada £ns da funcdo de erro, referente a fun¢do de En-
tropia de Shannon [67] (Equagdo 23) que auxilia na melhoria de confianga das predi-
¢des do modelo sobre o dominios-alvo. Além disso, adiciona-se um hiper-parametro
A para limitar a contribui¢do da componente nao-supervisionada £, pois, caso o
modelo se torne muito “Confiante” em suas predi¢des, elas comegam a se degene-
rar [1], isto é, o modelo entende que é melhor sempre apresentar confianca em suas
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predicdes do que acertar suas predicdes, atribuindo alta probabilidade a uma tnica
categoria. No fim, usa-se o valor £ para o ajuste dos parametros do modelo DL a
partir de uma etapa de otimizacéo.

k
Ls(x,OHE(y)) =— ) yilogp(xi) (22)

i=1

Ix|

Ls(x) ==Y plxi)logp(xi) (23)

i=1

Nas Equagdes 22 e 23, p refere-se as probabilidades softmax da saida do modelo
p(x) = (softmax o f)(x) e OHE (do inglés, one-hot encoding) refere-se a representacao
vetorial dos rétulos, i.e., contem o valor 1 no indice i e 0s demais elementos iguais a
0.

Durante a fase de inferéncia, como o arcabougo recebe apenas observagdes des-
conhecidas do dominio-alvo, todos os demais fluxos referentes aos dominios-fonte
sdo descartados. Assim, o mini-lote é encaminhado apenas pelo fluxo destacado em
vermelho da Figura 12, atuando simplesmente como uma camada de BN.

3.4.1 Procedimento Experimental

O MS-DIAL, foi avaliado nas tarefas de reconhecimento de digitos, com os conjun-
tos de dados MNIST [38], MNIST-M [18], SVHN [51] e Synth [19], e na tarefa de
reconhecimento de objetos, com o conjunto de dados Office-Home [78].

e O conjunto de dados MNIST [38] contém 70000 imagens monocromdticas de
algarismos (o0 a 9) escritos a mao, sendo 60000 imagens de treinamento e 10000
imagens de teste. Cada uma das imagens possui resolugdo de 28x28 pixels, com
cada algarismo referindo-se a uma categoria distinta.

e O conjunto de dados MNIST-M [18] é constituido por imagens coloridas de
tamanho 32x32, sendo 59001 imagens de treinamento e goo1 imagens de teste.
Cada uma de suas imagens refere-se a uma composi¢do das imagens do con-
junto de dados MNIST com padrdes aleatérios extraidos das imagens do con-
junto de dados BSDS500 [3] inseridos em seu fundo.

e O conjunto de dados SVHN (do inglés, Street View House Number) [51] contém
imagens de algarismos retirados de numeragdes de casas. Contém 73257 ima-
gens de treinamento e 26032 imagens de teste coloridas de tamanho 32x32, que,
diferentemente dos demais conjuntos de dados, apresenta um maior grau de
desbalanceamento entre as categorias.

e O conjunto de dados Synthetic Digits (Synth) [19] contém imagens coloridas de
tamanho 32x32 sinteticamente geradas a partir de fontes do Windows™que
mimetizam o conjunto de dados SVHN. Seu conjunto contém 479400 imagens
para treinamento e 9553 para teste, apresentando um grande desbalanceamento
entre suas classes.
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o Office-Home [78], diferentemente dos demais conjuntos supracitados, refere-se
a um conjunto de dados grande e desafiador que é largamente usado como
referéncia para avaliacdo de métodos de UDA na tarefa de reconhecimento de
objetos. Contém 15500 imagens de 65 tipos diferentes de objetos encontrados
em casa (xicaras, canetas, bicicletas, entre outros) que sdo divididos em 4 dife-
rentes dominios: arte (2427), clipart (4365), produto (4439) e mundo real (4357).

As tarefas em que o modelo foi avaliado, assim como os conjuntos de dados usa-
dos, sdo bastante desafiadores devido a existéncia de grandes mudangas de dominios.
Em particular, pode-se destacar, a mudanca de dominio entre o conjunto de dados
MNIST-M e qualquer outro conjunto de dados da tarefa de reconhecimentos de di-
gitos, pois diferentemente dos demais dominios suas observac¢des possuem cores e
padroes aleatérios em seus fundos; e a mudanca de dominio entre o dominio Clipart
e qualquer outro dominio da tarefa de reconhecimentos de objetos, pois ele se refere
a imagens digitais, artisticas e minimalistas de tamanho reduzido que vagamente
lembram objetos reais.

Com objetivo de se garantir uma comparagao justa entre as medidas de desempe-
nho publicadas por Wen et.al. [79], a avaliagdo do MS-DIAL seguiu o seu mesmo
protocolo experimental, que consiste da realizacdo de diversos experimentos em que
um dominio é escolhido como alvo (ndo-supervisionado) enquanto os demais sdo
usados como fonte (supervisionado); em seguida, retira-se uma porc¢do dos dados de
cada dominio para a composi¢do de um conjunto de dados de treinamento e uma
porcdo apenas do dominio-alvo para a composi¢do do conjunto de teste; ao final, os
modelos profundos sdo treinados pelo conjunto de treinamento e avaliados sobre o
conjunto de teste. Esse mesmo experimento é repetido por 20 vezes, com objetivo
de obter medidas de desempenho estatisticamente corretas, pelo calculo da acurécia
média e erro padrdo médio da acuracia sobre as 20 rodadas.

Com relagdo a tarefa de reconhecimento de digitos, cada um dos conjuntos de da-
dos (MNIST, MNIST-M, SVHN e Synth) foram tratados como 4 dominios distintos.
Para cada um deles, foram amostradas aleatoriamente 20000 imagens de treinamento
e 9ooo imagens de teste. A CNN adotada para o reconhecimento de digitos foi a
mesma usada por Peng et.al. [52], composta por trés blocos convolucionais para ex-
tracdo de caracteristicas, camadas MS-DIAL no lugar de suas camadas BN e uma
DNN de trés camadas densas para classificagdo ao final. O modelo profundo foi trei-
nado com o mesmo conjunto de hiper-pardmetros de Roy et. al. [58], i.e., 120 épocas,
algoritmo de otimizagdo Adam [33], mini-lote composto por 16 observagdes por do-
minio (tamanho total de 64), decaimento de peso de 0,0005 e taxa de aprendizado
inicial de 0,001 com decaimento programado por um fator de 10 nas épocas 50 e go.

O reconhecimento de objetos com a Office-Home, por outro lado, possui seus domi-
nios bem definidos, assim sendo, para cada dominio amostrou-se 2000 observagdes
de treinamento e o restante das observag¢oes foram usadas como teste. A topologia
de rede adotada neste caso foi a ResNet-50 [28] pré-treinada no conjunto de dados
ImageNet, que teve suas camadas BN substituidas pelo MS-DIAL e seu classificador
linear final substituido por um novo classificador linear de 65 unidades com para-
metros inicializados aleatoriamente. O modelo seguiu 0 mesmo conjunto de hiper-
parametros de treinamento de Roy et.al. [58], sendo eles: 60 épocas, algoritmo de
otimizacdo SGD, 20 observagdes por dominio (tamanho total de 8o), fator de mo-
mento de 0,9, decaimento de peso de 0,0005, taxa de aprendizado inicial de 0,01
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para o novo classificador e de 0,001 para os demais parametros da rede e decaimento
programado por um fator de 10 na época 54.

Vale ressaltar que, exceto pelo MNIST e MNIST-M, todos os demais conjuntos de
dados de reconhecimento de digitos e de objetos ndo sdo balanceados entre suas
classes, principalmente para os conjuntos de dados Synth e SVHN que apresentam
graves desbalanceamentos. A execugdo do procedimento experimental supracitado
garante um balanceamento entre dominios, pois extrai uma mesma quantidade de
observagdes de cada um dos dominios envolvidos nos experimentos, porém seu pro-
cesso de extracgao é aleatdrio e ndo mantém um balanceamento entre as classes. Esse
procedimento foi adotado para-se manter o mesmo procedimento experimental ado-
tado por Wen et. al. [79] e permitir uma comparacéo justa de resultados.

3.4.2 Resultados Experimentais

Os resultados obtidos pela execu¢do do procedimento experimental supracitado es-
tdo presentes na Tabela 2 para o reconhecimento de digitos e na Tabela 3 para a
classificacdo de objetos. Particularmente, os resultados sdo comparados com outros
trabalhos de UDA, cujos valores foram relatados por Wen et.al. [79] para seu mé-
todo DARN e para os demais métodos DANN [19], M3SDA [52], MDAN [84] e
MDMN [39]. Além disso, duas outras linhas de base foram avaliadas, o SRC e o
TAR, que se referem a, respectivamente, um limite inferior de desempenho obtido
pelo treinamento do modelo profundo apenas sobre os dados do dominio-fonte e um
limite superior de desempenho obtido no caso ideal, quando os rétulos do dominio-
alvo sdo conhecidos. Os melhores resultados com base em uma comparagao absoluta
de valores estdo destacados em negrito.

Tabela 2: Acurdcia de classificagdo (%) para a tarefa de reconhecimento de digitos.

Dominios

Métodos Média
MNIST MNIST-M SVHN Synth

SRC 96,78 £ 0,08 60,80 £ 0,21 68,99 + 0,69 84,09 £+ 0,27 77,66+ 0,14
DANN 96,41 £ 0,13 60,10 + 0,27 70,19 = 1,30 83,83 £ 0,25 77,63 £ 0,35
M3SDA 96,95 + 0,06 65,03 £0,80 71,66+ 1,16 80,12+ 0,56 78,44 + 0,36
MDAN 97,10 £ 0,10 64,09 0,31 77,72 £ 0,60 85,52+ 0,19 81,11 + 0,21
MDMN 97,15 £ 0,09 64,34 £ 0,27 76,43 £0,48 8580+ 0,21 80,93 + 0,16
DARN 98,09 + 0,03 67,06 = 0,14 81,58 0,14 86,79 £0,09 83,38 £ 0,06
MS-DIAL 94,33 £ 0,06 61,24 £ 1,27 85,61+ 0,47 92,86+ 0,20 8351+ 1,53
TAR 99,02 £ 0,02 94,66 = 0,10 87,40 0,17 96,90 = 0,09 94,49 £ 0,07

Fonte: Retirado de [69]

3.4.3 Discussio

Este trabalho investigou formas de lidar com a vertente mais desafiadora de UDA, a
MSDA, e resultou no desenvolvimento e avaliacdo do método MS-DIAL, um bloco
de construcdo de modelos profundos (i.e. camadas) que sdo embarcadas em DNNs

35



Tabela 3: Acurdcia de classificagdo (%) para a tarefa de reconhecimento de objetos Office-

3.5 MELHORANDO A TRANSFERIBILIDADE DE METODOS DE UDA/MSDA

Home
Métodos Dominios Média
Arte Cliparte Produto Real
SRC 58,02 £ 0,47 57,29 0,30 74,26 £0,22 77,98 £0,25 66,89+ 0,16
DANN 57394069 5735+035 7378+0,27 78124021 66,66+ 0,19
M3SDA 64,05 + 0,61 62,79 £0,37 76,21 £0,30 78,63 +0,22 70,42+ 0,18
MDAN 68,14 0,58 67,04 £0,21 81,03 £0,22 82,79+ 0,15 74,75 + 0,18
MDMN 68,67 + 0,55 67,75 £0,20 81,37 £0,18 83,32 £0,14 75,28 £ 0,15
DARN 70,00 + 0,38 68,42 0,14 82,75 £ 0,21 83,88 £ 0,16 76,26 £+ 0,13
MS-DIAL 82,85 + 0,10 76,71 + 0,10 80,74 + 0,09 82,70 + 0,09 80,75 + 0,28
TAR 71,19 £ 0,38 79,16 = 0,16 90,66 £+ 0,15 85,60 = 0,14 81,65 + 0,12

Fonte: Retirado de [69]

com objetivo alinhar os multiplos dominios em diversos niveis de abstracdo de um
modelo DL. Elas possuem uma fécil utilizacdo e, diferentemente da maior parte dos
outros métodos de MSDA, permitem compartilhar os pardmetros do modelo entre
todos os dominios.

O MS-DIAL foi avaliado sob as desafiadoras tarefas de reconhecimento de digitos,
com os conjuntos de dados MNIST, MNIST-M, SVHN e SYNTH, e de reconhecimento
de objetos, com uso do conjunto de dados Office-Home, apresentando resultados pro-
missores, que, exceto pelo método DARN para alguns dos dominios-alvo, superou
todos os demais métodos de MSDA em média.

3.5 MELHORANDO A TRANSFERIBILIDADE DE METODOS DE UDA/MSDA

Em geral, a maior parte das abordagens de MSDA esperam que seus modelos apren-
dam representac¢des invariantes entre dominios como forma de diminuir o problema
da mudanga de dominio. Isso normalmente é feito pela adigdo de penaliza¢des em
sua funcdo de erro que sdo calculadas apenas sobre as representagdes de saida do
modelo [79, 80, 52, 86]. Porém, essa abordagem naturalmente levanta a seguinte per-
gunta: ”é realmente suficiente realizar o procedimento de alinhamento de dominios apenas
sobre representagdes de saida do modelo de DL?"” Com objetivo de responder essa per-
gunta, investigou-se nesta etapa o comportamento de ndo apenas manter as técnicas
de adaptagdo de dominio originais sobre as representa¢des de saidas das abordagens
de UDA/MSDA analisadas, mas, também, lidar com a mudanga de dominio ao longo
dos diversos espacos de caracteristicas de um modelo profundo.

Dentre os métodos de MSDA descritos na Secéo 3.3, exceto por Carlucci et.al. [11]
e seus variantes como [12, 10, 69], a maioria dos trabalhos empregaram redes profun-
das compostas por mdltiplos fluxos, usualmente com um fluxo para cada dominio.
Alguns adotam conjuntos de pardmetros individuais para cada dominio, com um
extrator de caracteristicas e um classificador diferente para cada dominio, e outras
possuem um subconjunto de parametros compartilhados entre os fluxos, normal-
mente com um extrator de caracteristicas compartilhado, mas cada fluxo com seu
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proprio classificador. Normalmente, um dos fluxo é usado para representar a tarefa
em questdo do modelo, como a classificagdo de objetos ou reconhecimento de digitos,
e os demais sdo usados para alinhar os dominios fonte e alvo. A avaliagdo desta etapa
do trabalho procura manter a ideia geral e as fun¢des de erros propostas pelos méto-
dos de UDA/MSDA, mas, como indicado na Figura 13, ajustar sua arquitetura para
receber o MS-DIAL [69] (para mais informagdes, consulte a Se¢do 3.4). Isso permitiu
melhorar a transferibilidade de conhecimento das abordagens para todos os casos,
alcancando um ganho relativo de desempenho de aproximadamente 30% no melhor
caso.

Figura 13: Uso conjunto do MS-DIAL em métodos de UDA/MSDA

Alvo Fonte Alvo Fonte
F1 A Fu
T
&y
S8

Parametros
Compartilhados

Parametros
Compartilhados

Alinhamento de Dominio

[\ /I\.

(a) (b)

Arcabougo proposto para a investigagdo da possibilidade de melhorar a transferéncia de conhecimento
em métodos de UDA. (a) apresenta métodos como DANN, MDMN, MDAN, M3SDA, DARN, os quais
realizam sua estratégia de alinhamento de dominio apenas ao final de sua etapa de encaminhamento.
(b), por outro lado, apresenta a estratégia proposta nessa etapa de investigagdo, que mantém a estratégia
de alinhamento de dominios original dos modelos base, porém adiciona o MS-DIAL no modelos de DL
de extracdo de caracteristicas (indicado em vermelho escuro). Fonte: Adaptado de [71]

3.5.1 Procedimento Experimental

Esta etapa do trabalho validou experimentalmente o ganho associado ao uso do MS-
DIAL como meio de alinhamento de dominios nos espagos de caracteristicas dos
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modelos profundos. Para esse fim, uma comparacdo de desempenho foi realizada
entre métodos de UDA/MSDA com e sem uso do MS-DIAL em tarefas de reco-
nhecimento de digitos, sobre os conjuntos de dados MNIST [38], MNIST-M [18],
SVHN [51], e Synth [19], e tarefas de reconhecimento de objetos, com os conjuntos de
dados Office-Home [78] e Office-31 [61]. Exceto pelo conjunto de dados Office-31, os
demais conjuntos de dados foram usados anteriormente na avaliacdo experimental
das camadas MS-DIAL (mais informacgoes na Secdo 3.4.1). Em particular, o Office-31
¢ semelhante ao Office-Home e consiste de um benchmark padrdo na literatura de
MSDA que contém 4652 imagens coloridas, divididas em 31 classes de objetos que
podem ser encontrados no ambiente corporativo. Essas imagens foram coletadas de
trés diferentes fontes, sendo elas: (1) imagens obtidas do site da Amazon, ou obtidas
diretamente do ambiente corporativo usando (2) uma Webcam de baixa resolugdo
ou (3) uma camera de alta resolucao DSLR. Assim como a Office-Home, a Office-31
também é um conjunto de dados desbalanceado em todos os seus dominios, ou seja,
cada uma de suas categorias apresentam diferentes quantidades de observacdes.

Por questdes de reprodutibilidade de resultados [8], a primeira verificagdo reali-
zada foi a reprodugdo de todos os resultados reportados por Wen et. al. [79] com uso
de sua implementagédo original' do método DARN e as suas reimplementagdes para
os métodos DANN [19], MDAN [84], M3SDA [52] e MDMN [39]. Para isso, expe-
rimentos foram executados usando o mesmo ambiente de execucdo (Python 3.7.2 e
PyTorch 1.4.0) e protocolo experimental descrito pelos autores.

O protocolo experimental adotado por Wen et.al. [79] é semelhante ao descrito
na Segdo 3.4.1 e contém os seguintes passos. Para cada experimento, um tnico mé-
todo de MSDA é escolhido. Esse método é entdo avaliado sobre a configuragdo MS,
onde se escolhe um dominio como alvo e os demais dominios sdo usados como fonte.
Essa mesma configuracdo de experimento é repetida por 20 vezes para se obter va-
lores estatisticos de acurdcia média e erro padrdo da média. Os experimentos sdo,
entdo, realizados para todas as possibilidades de (1) tarefa de classificagdo (classifi-
cacdo de objetos ou reconhecimento de digitos) (2) op¢des de mudanga de dominio
da tarefa em questdo (dominios-fonte vs dominio-alvo), e (3) métodos disponiveis
(DARN, DANN, MDAN, M3SDA, MDMN, SRC, TAR, MS-DIAL-Only), seguindo
esse mesmo procedimento supracitado. Isso resulta em um total de 88 experimentos
que foram, por sua vez, repetidos 20x, resultando em um total de 1760 execugdes.
Particularmente, MS-DIAL-only refere-se ao método MS-DIAL [69] usado de modo
independente dos outros métodos, e SRC e TAR referem-se aos limites inferiores e
superiores da medida de desempenho acurécia, respectivamente, obtida pelo treina-
mento do modelo apenas com observacdes dos dominios-fontes e avaliados sobre o
dominio-alvo e pelo treinamento do modelo no caso ideal quando o dominio-alvo é
supervisionado.

Para a tarefa de reconhecimento de digitos, extraiu-se aleatoriamente 20000 exem-
plos de cada um dos dominios-fonte para composigdo do conjunto de treinamento e
9000 exemplos do dominio-alvo para composi¢do do conjunto de teste. Além disso,
para se adequar a dificuldade da tarefa de reconhecimento de digitos, Wen et. al. [79]
propuseram o uso de uma CNN composta por uma etapa de extragdo de caracteristi-
cas com 3 blocos convolucionais concatenada a uma cabeca de classificagdo com uma
DNN de 3 camadas que possui 10 neurdnios de saida. Em conjunto com a cabega

1 https://github.com/junfengwen/DARN — Acessado em 02 de Janeiro de 2023
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de classificagdo podem existir também outras R cabegas que desempenham tarefas
de alinhamento de dominios e que variam de acordo com o modelo de MSDA do
experimento em questdo. Cada uma dessas arquiteturas estdo sumarizadas na Fi-
gura 14-(a), com as quantidades de neurdénios que os métodos adotaram presente na
Tabela 14-(b).

Figura 14: Arquiteturas de DL adotadas para o Reconhecimento de Digitos
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Parametrizacdo das camadas do modelo DL usado pelos métodos DANN, MDMN, MDAN, M3SDA,
DARN. Fonte: Contetido extraido e adaptado de [71].

A tarefa de classificagdo de objetos compreende dois conjuntos de dados, a Of-
fice31 e a Office-Home. Para a Office-Home, extraiu-se 2000 imagens de cada um dos
dominios-fonte para se compor o conjunto de treinamento e o restantes das imagens
do dominio-alvo para compor o conjunto de teste. A Office31, por outro lado, nao
foi originalmente avaliada por Wen et. al. [79] e, para isso, propusemos entdo manter
a mesma proporg¢ao de exemplos de treinamento/teste do menor dominio da Office-
Home, o que resultou na extragdo de 410 imagens por dominio-fonte para se compor
o conjunto de treinamento e o restante do dominio-alvo para compor o conjunto de
teste. A arquitetura CNN usada nesse caso consiste de: (1) uma primeira etapa etapa
de extragdo de caracteristicas realizada por uma ResNet50 pré-treinada no ImageNet
sem o classificador final; (2) uma nova etapa de extragdo de caracteristicas com uma
DNN de 3 camadas de classificadores lineares que possuem, respectivamente, 1000,
500 e 100 neurdnios; e, por fim, (3) a cabega de classificagdo com C neuronios (C = 31
para a Office31 e C = 65 para a Office-Home). Particularmente, nesse arcabougo a
ResNets0 é mantida congelada, treinando-se apenas a segunda etapa de extragdo de
caracteristicas e as cabegas finais. Além disso, de modo semelhante a tarefa de reco-
nhecimento de digitos, outras R cabegas sdo adicionadas em conjunto com a cabeca
de classificagdo para o alinhamento de dominios, como indicado na Figura 15 -(a) e -
(b).

O procedimento experimental supracitado foi adotado para a reprodugdo de to-
dos os experimentos relatados pelo trabalho de Wen et.al. [79] com uso de seu c6-
digo original. Em seguida, esse mesmo procedimento foi usado novamente para a
re-execucdo de todos os experimentos, mas, agora, com a inser¢do do MS-DIAL em
cada um dos métodos. Dessa forma, foi possivel garantir uma comparacao justa de
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Figura 15: Arquiteturas de DL adotadas para o Reconhecimento de Objetos
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Parametrizacdo das camadas do modelo DL usado pelos métodos DANN, MDMN, MDAN, M3SDA,
DARN para os conjuntos de dados Office-Home e Office31. Fonte: Contetdo extraido e adaptado
de [71].

resultados. O procedimento para a inser¢do do MS-DIAL corresponde ao mesmo
usado anteriormente na Sec¢do 3.4.1, na qual substitui-se as camadas BN de um mo-
delo DL pelo MS-DIAL e, caso o modelo ndo contenha camadas de BN, o MS-DIAL
é adicionado ap6s cada uma das camadas de convolugdo e camadas de classifica-
¢do linear que o modelo possuir. No primeiro caso do modelo possuir camadas BN,
ap6s a substituicdo delas pelo MS-DIAL tem-se um passo adicional de inicializar o
MS-DIAI pelos mesmos pardmetros « e 3 pré-treinados das camadas de BN. E im-
portante ressaltar também que foram realizados o minimo possivel de modificagdes
sobre o c6digo original do DARN para a inser¢do do MS-DIAL, a fim de se evitar pos-
siveis adi¢des de erros de implementacdo. A versado referente ao c6digo modificado e
usado durante experimentagdo esta publicamente disponivel®.

3.5.2 Resultados Experimentais

O ajuste do hiper-parametro A da componente de entropia é uma etapa crucial do
MS-DIAL, pois, caso a contribui¢do da componente de entropia para a fungado de erro
seja muito significante, 0 modelo tende a gerar predi¢des degeneradas, escolhendo
sempre uma mesma classe ao invés de acertar a classe correta. Por conta disso, como
uma etapa anterior a experimentacdo, avaliou-se o impacto do hiper-parametro A
por meio de uma “pesquisa em grade”, para o DARN atuando conjuntamente com
o MS-DIAL na tarefa de reconhecimento de digitos. Para isso, usou-se entdo cinco
diferentes valores para A, sendo eles {0.001, 0.005, 0.01, 0.05, 0.1}, avaliando cada um
deles para cada possivel escolha de dominio-alvo. Ao final, as acurdcias médias entre
todos testes para um mesmo valor de A foram calculadas e plotadas no grafico da
Figura 16. Pode-se observar que valores pequenos de A sdo melhores e, por essa razéo,
adotou-se A = 0.001 em todos os préximos experimentos.

2 https://github.com/LucasFernando-aes/MS-DIAL — Acessado em o2 Janeiro de 2023
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Figura 16: Acurdcia média para diferentes valores de A
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modelo DARN na tarefa de reconhecimento de digitos. Fonte: Retirado de [71]

A Tabela 4 contém os resultados obtidos para a tarefa de reconhecimento de digi-
tos e as Tabelas 5 e 6 os resultados para as tarefas de classificacdo de objetos para
Office-31 e Office-Home, respectivamente. Nas trés tabelas estdo presentes as acura-
cias médias e os erros padrdes calculados sobre as vinte repeticdes de cada experi-
mento, variando-se o métodos MSDA (DANN, MDAN, MDMN, M3SDA e DARN)
e o dominio-alvo escolhido. Também sdo indicados os resultados de referéncia do
MS-DIAL-only (isolado), os limites inferiores (SRC) e superiores (TAR), e os ganhos
relativos entre o experimentos com/sem MS-DIAL.

Tabela 4: Acuracia de classificagdo (%) reconhecimento de digitos

Dominios

Meétodos Média Ganhos Relativos
MNIST MNIST-M SVHN Synth
SRC 96.48 £ 0.12 60.44 £ 041 6832+ 1.20 83.73 £031 77.24 £ 0.29 -
DANN [19] sem MS-DIAL 96.70 £ 0.11 61.36 2 0.37 67.42 £ 1.80 84.08 +0.32 77.39 £ 0.52 +5.71%
com MS-DIAL 97.65 + 0.08 64.85 £ 0.14 80.57 £0.37 84.15 +0.15 81.81 +0.11
M3SDA [52] sem MS-DIAL 96.44 £ 0.09 65.13 +£0.29 76.96 £0.62 81.78 +0.26 80.08 + 0.02 +7.07%
com MS-DIAL 98.43 £ 0.03 7258 £0.15 84.71 £0.29 88.98 +0.13 86.17 & 0.08
MDAN [84] sem MS-DIAL 97.27 £ 0.09 64.83 030 76.51 £0.73 8572+ 0.14 81.03 £ 0.21 +3.04%
com MS-DIAL 98.06 + 0.07 69.03 + 0.12 80.82 £ 0.40 86.04 £0.13 83.49 + 0.10
MDMN [59] sem MS-DIAL 97.21 +£0.09 63.14 £0.33 76.74 £0.67 8578 £0.17 80.72 £ 0.21 +4.14%
com MS-DIAL 98.47 + 0.04 6848 £ 0.19 82.01 £0.70 87.29 +£0.12 84.06 &+ 0.20
DARN [79] sem MS-DIAL 97.96 £ 0.03 67.97 £0.20 7837 £0.34 86.61+0.19 82.73 £ 0.12 +0.58%
com MS-DIAL 97.94 +0.05 69.26 +0.33 79.21 £0.79 86.41 £0.12 83.21 + 0.23
MS-DIAL [69] 98.45 £ 0.03 68.32 £ 0.19 81.82+ 054 87.13 +£0.08 83.93+ 0.13 -
TAR 99.04 £ 0.02 94.83 £ 0.08 87.48 +£0.20 97.01 £ 0.06 94.59 + 0.05 -

Fonte: Retirado de [71]
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Tabela 5: Acurdcia de classificagdo (%) para a tarefa de reconhecimento de objetos Office-31

Meétodos Dominios Meédia Ganhos Relativos
Amazon DSLR Webcam
SRC 65.50 £ 0.23 93.92 £0.55 92.22 £0.28 83.88 £ 0.21 -
DANN [10] sem MS-DIAL 66.02 £ 0.22 92.27 £ 0.62 93.06 + 0.21 83.79 + 0.21 +257%
com MS-DIAL 67.00 + 0.21 95.85 + 0.45 94.48 £ 0.20 85.78 £ 0.19
M3SDA [52] sem MS-DIAL 65.34 £ 0.23 91.02 £0.69 91.06 + 0.34 82.48 + 0.28 +4.54%
com MS-DIAL  67.01 £ 0.19 96.93 £0.43 94.74 + 0.26 86.23 + 0.18
MDAN [84] sem MS-DIAL 66.53 £ 0.23 92.84 + 055 92.17 +0.37 83.85 + 0.25 +2.39%
com MS-DIAL 67.37 £ 0.20 9557 £ 0.49 94.62 £0.23 85.85 £ 0.22
MDMN [30] sem MS-DIAL 63.03 £ 0.22 93.64 £ 052 092.84 £0.33 84.17 +0.24 +2.69%
com MS-DIAL  67.94 £ 0.14 96.76 £ 0.50 94.60 + 0.19 86.43 + 0.18
DARN [70] sem MS-DIAL 65.82 £ 0.33 93.69 £ 0.54 93.26 +0.30 84.26 + 0.21 +2.59%
com MS-DIAL 67.72 +0.18 96.93 +0.39 94.66 £ 0.26 86.44 £ 0.16
MS-DIAL [69] 67.64 £0.18 96.08 £0.49 94.64 £0.25 86.12+ 0.18 -
TAR 73.64 £0.32 9534 £0.46 91.73 £0.46 86.90 + 0.22 -

Fonte: Retirado de [71]

3.5.3 Discussio

Para o reconhecimento de digitos, quando MNIST e Synth sdo usados como dominio-
alvo, pode-se observar pequenas melhorias absolutas entre os resultados dos mé-
todos em suas versdes originais e em suas versdes com MS-DIAL, possivelmente,
devido a simplicidade do MNIST (por exemplo, MDAN 97,27 — 98,06) e pela ge-
ragdo sintética do Synth (por exemplo, MDAN 85,72 — 86,04). Isso mostra que,
originalmente, os métodos sem MS-DIAL possuem bons resultados nessas tarefas de
adaptagdo. Porém, isso ndo se mantém em cendrios com mudangas de dominios mais
severas, como o MNIST-M e SVHN, com padrdes aleatérios de cores e imagens do
mundo real. Nesses casos, quando o MS-DIAL é usado, pode-se facilmente perce-
ber melhorias maiores de desempenho, mesmo para o DANN (61,36 — 64,85 para o
MNIST-M e 67,42 — 80,57 para o SVHN), um método de UDA que foi originalmente
proposto para a adaptacdo de um dominio-fonte e um dominio-alvo. Com relacdo a
média, pode-se observar ganhos relativos de até 7% para o método M3SDA.

Na tarefa de classificacdo de objetos, em particular na Office-31, os resultados ob-
tidos para a DSLR e Webcam (sempre acima de 90% de acurdcia) foram melhores
que os obtidos para a Amazon como dominio-alvo, porém, em todos os casos, 0 uso
de MS-DIAL melhorou o desempenho dos métodos por uma margem consistente de
aproximadamente, em média, +3% de ganhos relativos na média dos resultados en-
tre todos os dominios-alvo. Para a Office-Home, como esperado, o dominio Clipart
¢ o mais dificil para ser adaptado a partir de outros dominios-fonte. Porém, mesmo
com sua dificuldade inerente, a adicdo do MS-DIAL permitiu observar melhorias ab-
solutas de aproximadamente 13% para DANN e 11% para M3SDA com o dominio
Clipart como alvo, e de aproximadamente +16% para DANN e +15% para o M3SDA
com o dominio Produto como alvo. Para todos os casos, o alinhamento das distri-
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Tabela 6: Acuracia de classificagdo (%) para a tarefa de reconhecimento de objetos Office-

Home
B Dominios P .
Métodos Meédia Ganhos Relativos
Arte Cliparte Produto ~ Mundo Real
SRC 42.53 £ 053 29.53 £0.21 5585+ 036 63.43+0.23 4784+ 0.15 -
DANN [19] sem MS-DIAL 42.68 +£0.48 30.08 +0.38 55.68 £0.44 63.33+0.33 47.94+0.14 +30.64%
com MS-DIAL  60.68 & 0.47 43.83 £0.22 7146 +0.21 74.54 £0.26 62.63 + 0.14
M3SDA [52] sem MS-DIAL 48.22 £ 048 33.90+ 0.17 57.14 £0.43 63.27+0.28 50.63+0.16 +25.81%
com MS-DIAL 62.11 +£0.79 44.42 £ 0.19 72.65+0.16 75.60 £ 0.15 63.70 £ 0.20
MDAN [84] sem MS-DIAL 55.92 +0.56 38.65 +£0.22 6648 +0.19 71.28 +0.21 58.08 &+ 0.17 +7.49%
com MS-DIAL 60.75 + 0.44 44.28 £0.22 70.66 +0.18 74.03 £0.16 62.43 & 0.12
MDMN [30] sem MS-DIAL 57.49 +0.43 38.66 £ 0.25 68.34 £ 0.28 72.52 +£0.22 59.25 + 0.17 7.20%
com MS-DIAL 62.76 + 0.55 44.46 £0.20 71.91 +0.18 74.91 £0.14 63.51 %+ 0.16
DARN [79] sem MS-DIAL 57.59 £ 0.55 40.21 +0.23 69.40 £ 0.22 73.56 +0.24 60.19 + 0.16 +4.84%
com MS-DIAL 61.17 £ 0.38 42.84 +0.14 7302+ 0.16 7538 +0.16 63.10+ 0.12
MS-DIAL [69] 62.25 £ 0.47 44.28 £ 0.15 7227 +£0.18 74.90 £ 0.21 63.42 + 0.15 -
TAR 57.68 £ 0.54 42.39 £0.31 79.54 +0.26 73.58 +0.22 63.29 + 0.23 -

Fonte: Retirado de [71]

bui¢des com o MS-DIAL foi benéfico, permitindo melhorar os resultados de todos os
métodos avaliados por uma margem significativa, especialmente sobre o DANN, que
obteve ganhos relativos de +30,64% em sua acurécia de classificagdo média.

Por fim, com intuito de se observar por outras perspectivas, avaliou-se visualmente
o espago de caracteristicas da pentltima camada do classificador final dos mode-
los de DL a partir de métodos de redugdo de dimensionalidade. Especificamente,
usou-se o algoritmo UMAP [46] para redugdo da dimensionalidade de vetores 100-
dimensionais para vetores 2-dimensionais (2-D) para toda a etapa de experimentacdo
voltada para a tarefa de reconhecimento de digitos. A Figura 17 contém os resultados
obtidos para o método MDMN na tarefa de reconhecimento de digitos. Comparando-
se as proje¢des produzidas com e sem o uso MS-DIAL, pode-se observar que, em sua
maioria, acontece uma evidente melhoria na separabilidade de categorias, como, por
exemplo, para o MNIST (primeira linha), onde as representagdes das classes estdo
claramente mais distantes com o uso da abordagem MS-DIAL.
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3.5 MELHORANDO A TRANSFERIBILIDADE DE METODOS DE UDA/MSDA

Figura 17: Visualizagdo do espago de caracteristicas por projegdes UMAP para a tarefa de

reconhecimento de digitos.
w/o MS-DIAL w/ MS-DIAL

MNIST

MNIST-M

SVHN

Synth

Projecdes dos espacos de caracteristicas de saida do método MDMN na tarefa de reconhecimento de
digitos para diferentes dominios alvos. Para reducdo de dimensionalidade usou-se técnicas UMAP para
projecdo de um espago 100-dimensional para um espago bi-dimensional. Fonte: Retirado de [71]
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ADAPTACAO DE DOMINIO DE CONJUNTO ABERTO

Esta secdo descreve as atividades previstas para a segunda etapa do trabalho, rela-
cionada a investigacdo e o desenvolvimento de métodos de adaptagdo de dominio
de conjuntos abertos (OSDA). Ela estd organizada da seguinte forma. Primeiramente
descreve-se as premissas e uma definicdo formal para o problema de OSDA na Se-
¢do 4.1. Em sequéncia, na Segdo 4.3 apresenta-se uma revisao da literatura direcio-
nada aos problemas de OSR, OSDA e Adaptacdo de Dominio Universal (do inglés,
UNiversal Domain Adaptation — UNDA). Por fim, possibilidades de investigagdo, de-
senvolvimentos e resultados e discussao sao detalhados na Segao 4.4.

4.1 INTRODUGAO

Os métodos de DL possuem bons desempenhos sobre premissas que sdo distantes
do mundo real, por exemplo, em ambientes que sdo totalmente controlados e con-
tam com conjuntos de dados supervisionados por um conjunto fechado (CS) de
categorias [21]. Entretanto, no mundo real onde rotular dados é uma tarefa cus-
tosa, demorada, ou em alguns casos até mesmo impossivel, geralmente os conjuntos
de dados ndo possuem rétulos, ou no minimo, sdo parcialmente rotulados (semi-
supervisionados) [8]. Nesses casos, os modelos sdo normalmente treinados em con-
juntos de dados rotulados que sdo similares aos dados nao-rotulados. Porém, durante
o processo de inferéncia sobre os dados de teste ndo-rotulados, os modelos podem
ser apresentados a dados sem nenhum tipo de restri¢do, por exemplo, dados de ca-
tegorias que estavam fora do escopo de conhecimento obtido pela experiéncia dos
dados de treinamento [21].

Como visto anteriormente (Segdo 3), o treinamento de modelos em conjuntos de
dados similares pode levar ao problema da UDA, que foi objeto de estudo da pri-
meira etapa deste trabalho. Para se lidar com o segundo problema, de se reconhecer
dados que estdo fora do escopo de conhecimento dos modelos, normalmente usam-
se os métodos de Reconhecimento de Conjunto Abertos (OSR). Esses métodos tem
como objetivo, durante a inferéncia, (1) reconhecer e atribuir um rétulo desconhecido
caso de deparem com observagdes desconhecidas, mas (2) caso se deparem com ob-
servagdes conhecidas, predizer corretamente sua categoria com base no conjunto de
categorias que foi aprendido durante treinamento [21].

Um cendrio mais realistico e desafiador surge quando ambos problemas acontecem
ao mesmo tempo, ou seja, treina-se um modelo com um (ou mais) conjunto de dados
rotulado que seja relacionado ao conjunto de dados alvo (ndo-rotulado) sem restrigdo
nenhuma. Para isso, usam-se conjuntamente técnicas de OSR, para o reconhecimento
classes desconhecidas em tempo de inferéncia, e técnicas de UDA/MSDA, para a
adaptacdo de um modelo treinado sobre um (ou mais) dominio-fonte rico em rétulos
para um dominio-alvo ndo-rotulado. Busto et. al. [9] foram os pioneiros na observagao
e defini¢do deste problema, que recebeu a denominagao de Adaptagdo de Dominio de
Conjunto Aberto (OSDA). Ele tem sido positivamente aceito como um novo campo
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de pesquisa que vem apresentando diversas novas contribui¢des, por exemplo, com
abordagens baseadas em técnicas de modelagem probabilistica de teoria de valores
extremos [81], com técnicas de auto-supervisdo [8] e uso de treinamento adversarial
com camadas de reversdo de gradientes [64, 54].

Uma definicdo importante na histéria dos métodos de OSR foram as declaragdes
“existem conhecidos conhecidos” (do inglés, There are Known Knowns) [21], sendo elas:
categorias reconhecidamente conhecidas (do inglés, Known Knowns — KKs), catego-
rias reconhecidamente desconhecidas (do inglés, Known Unknows — KUs), categorias
desconhecidamente conhecidas (do inglés, Unknown Known — UKs) e categorias des-
conhecidamente desconhecidas (do inglés, Unknown Unknowns — UUs).

e Categorias reconhecidamente conhecidas KK: Categorias positivas conhecidas
durante a fase de treinamento do modelo.

o Categorias reconhecidamente desconhecidas KU: Categorias negativas que sdo
conhecidas durante a fase de treinamento do modelo, ou seja, categorias do
conjunto de dados irrelevantes para a aprendizagem do modelo.

e Categorias Desconhecidamente Conhecidas UK: Categorias sem exemplos dis-
poniveis porém com informacdes secunddrias conhecidas em fase de treina-
mento.

e Categorias Desconhecidamente Desconhecidas UU: Categorias sem exemplos
de treinamento e também sem informagdes secundérias em fase de treinamento.

Os métodos de ML tradicionais, e consequentemente DL, consideram normalmente
apenas os conjuntos de dados compostos por categorias KK em seu escopo de conhe-
cimento, configurando um cendrio CS. Caso exista categorias sem relevancia para o
problema em questdo (KU) no conjunto de dados de treinamento, é possivel agrupar
elas em uma tnica grande categoria “Desconhecida” para auxiliar na discrimina¢do
do espaco de caracteristicas entre categorias conhecidas e desconhecidas. Existem
também diversas sub-dreas de pesquisa que se baseiam no conceito de categorias
desconhecidas, como aprendizado de zero-tiro (do inglés, Zero-Shot Learning) e apren-
dizado de Alguns-Tiros (do inglés, Few-Shot Learning). Dentre essas dreas de pesquisa,
consideram-se os métodos de OSR/OSDA como o cendrio mais dificil e desafiador,
pois ndo usam nenhum tipo de informagado secundéria durante o treinamento.

Geng et.al. [21] realizam um estudo detalhado de diversas propostas de métodos
OSR, que, grosseiramente, sdo agrupados em: Métodos Discriminativos e Métodos
Generativos. Os métodos Discriminativos separam o espaco de caracteristicas entre
categorias conhecidas e categorias desconhecidas. Eles podem ser novamente dividi-
dos entre métodos de ML tradicionais, como modifica¢des das Maquinas de Vetores
de Suporte (do inglés, Support Vector Machine), e métodos de DL. Em geral, define-
se que abordagens discriminativas seguem uma configuragdo padrdo de classificar
observagdes em [Cf| + 1 categorias, com Cr se referindo ao conjunto de categorias
conhecidas do conjunto de dados de treinamento (i.e. dominio-fonte) e a categoria
adicional +1 se referindo a categoria desconhecida U que pode ser encontrada du-
rante inferéncia no conjunto de teste (i. e. dominio-alvo), como ilustrado na Figura 18.
Por outro lado, os Métodos Generativos também sdo divididos em duas vertentes,
os Generativos que usam modelos DL Generativos (Segdo 2.3.5) para a geragdo de
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observagdes de categorias desconhecidas, e os Generativos baseados em processos
de dirichlet para a geragdo de ndo-instancias.

Figura 18: Comparagdo ilustrativa entre métodos OSR e CS

Desconhecidas

VL e ©

(a) (b) (©)

Em (a) apresenta-se o espaco de caracteristicas esperado para um modelo treinado em um conjunto de
dados de 3 classes (A, B e C); (b) contém limites de decisdo aprendidos pelo modelo em um sistema
CS; enquanto (c) mostra como seria o espago de caracteristicas esperado para métodos de OSR, apre-
sentando um limite de decisdo mais restrito em torno das classes conhecidas, mas com o restante do
espaco se referindo a observag¢des de classes desconhecida. Baseado em [65]

Neste trabalho, para se obter o comportamento ilustrado na Figura 18 propusemos
o uso conjunto de métodos de CL (Segdo 2.3.4) e métodos generativos (Sec¢doz.3.5).
Como CL auxilia na discriminac¢do do espago de caracteristicas por técnicas de con-
traste de exemplos, pressupde-se entdo que a penalizacdo de modelos de DL com uso
de exemplos negativos, i. e., imagens do dominio-alvo que ndo pertencem a nenhuma
classe conhecida do(s) dominio(s)-fonte X ¢ Cf, consiga melhorar o desempenho de
OSR. Contudo, para se usar observag¢des negativas do dominio-alvo deve-se superar
o seguinte dilema:”Como o dominio-alvo nio possui rétulos ou nenhuma informagio asso-
ciada ao seu conjunto de classes, como seria possivel obter um subconjunto de seus exemplos
que garantidamente sejam negativos ?“ Assim, baseando-se em [50] e [13], Propomos
entdo investigar o uso de métodos de DL generativos para a geragdo de exemplos
negativos sintéticos que sejam similares ao “estilo” do dominio-alvo. Para isso, trés
principais iniciativas de investigagdo foram propostas:

1. Linha de partida: Como OSDA também sofre pela mudanga de dominio, e o
MS-DIAL permitiu anteriormente melhorar o desempenho de outros métodos
de UDA/MSDA, esta linha investigou os resultados associados a aplicagdo di-
reta do MS-DIAL em métodos de OSDA.

2. Camadas de Associacdo Contrastivas com AE: Nesta linha de investigagdo
compartilhou-se da mesma motivagdo do MS-DIAL, i. e., criar uma abordagem
arquitetural para os métodos de DL. Especialmente, desenvolveu-se as Cama-
das de Associacdo Contrastivas (CML) que penalizam o modelo com base na
discriminagdo de cada um dos seus espagos de caracteristicas pela técnica de CL
SimCLR. Para isso, usou-se o AE proposto por Neal et. al. [50] para a geragdo
de exemplos negativos.

3. Multi-BN com Geracdo de exemplos negativos por GANSs: Para essa linha de
investigagdo, inspirados por [13], adotou-se o uso de GANSs, para a geracdo de
exemplos desconhecidos do dominio-alvo, e camadas multi-BN, para evitar a
adicdo de ruidos nos estimadores das camadas BN.
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Todas essas propostas foram investigadas através de modificacdes sobre o coédigo-
fonte do método OVANet [63]. OVANet é uma abordagem que se enquadra na drea
de pesquisa da UNDA, uma vertente de pesquisa que avalia os diferentes desalinha-
mentos de categorias entre o dominio fonte e alvo, e.g., a UDA que conta com um
alinhamento completo de classes Cr = Ca; a UDA, mas, agora, com um compartilha-
mento parcial de classes pelo lado do dominio-fonte Cao C Cf; e, por fim, a OSDA
com um compartilhamento parcial de classes pelo lado do dominio-alvo Cr C Ca.
O OVANet foi escolhido como método base devido a simplicidade arquitetural de
sua proposta e seu grande grau de generaliza¢gdo com relagdo ao problema de alinha-
mento de classes. Cada uma das contribui¢des serdo individualmente detalhadas e
discutidas em sequéncia, respectivamente, nas Se¢des 4.4.2 , 4.4.3 € 4.4.4.

4.2 DEFINIQAO DO PROBLEMA

OSDA tem por objetivo resolver conjuntamente as premissas dos problemas de UDA
e de OSR. A adaptacdo de dominio, apresentada previamente na Sec¢do 3.2, assume
um conjunto de treinamento X = {JF, A}, composto por um conjunto de dominios-

fonte supervisionados F = {F1,7F>,...,Fm}, com cada um deles extraindo seus ele-
Ni

i—1 de uma distribuigdo de probabilidade pg,(x,y), e do

e ~ o . a)yN .
dominio-alvo ndo-supervisionado A = {x]g )}j %, com seus elementos extraidos de

uma distribuicdo de probabilidade p4(x). A rigor, dificilmente no mundo real os
dados serdo extraidos de uma mesma distribuicdo de dados (py, # p.4) devido a
possiveis mudangas que podem acontecer nas condi¢des de obtencdo dos dados, por
exemplo, dados provenientes de diferentes condi¢des de iluminagdo (i. e. dia e noite)
e em seu modo de apresentacdo (i.e. realisticas e artisticas). Isso configura o pro-
blema da mudangas de dominio. Os métodos de OSR, por outro lado, pressupdem
ainda que durante inferéncia o modelo pode se deparar com observagdes x cujas
verdadeiras classes {J ndo foram vistas durante seu processo de treinamento, isto é,
0 ¢ Ulvl Cr, ndo pertence ao conjunto de categorias que foi aprendida a partir dos
dados do(s) dominio(s)-fonte F.

A composi¢do da OSR + UDA resulta na area de pesquisa mais desafiadora de
OSDA, e conta com pressuposi¢des de que as distribui¢des dos dominios fonte e alvo
sejam diferentes pg # p4 (i.e. Mudanga de Dominio) e que o conjunto de categorias
do dominio-fonte é um subconjunto das categorias do dominio-alvo (i.e. Conjunto
Aberto) |C4| —[C5| > 0. Espera-se entdo que as abordagens de OSDA consigam, (1)
categorizar corretamente observa¢des do dominio-alvo que tenham suas categorias
verdadeiras dentro do escopo de conhecimento do modelo, {J € C5 N Cy; e (2) re-
conhecer as observa¢des do dominio-alvo cujas categorias estdo fora do escopo de
conhecimento do modelo, §j € C4\Cy.

Os modelos de OSDA sao normalmente avaliados e comparados pela acurécia,
uma medida de desempenho para classificagdo que indica a proporgdo de exemplos
que foi corretamente classificado pelo modelo. Nesse caso, isso é feito para todas as
classes conhecidas do dominio-fonte e desconhecida do dominio-alvo C5 U C4, que
totalizam |C4| + 1 classes.

mentos F; = {(x).m,y]gi))}

Verdadeiro Pos + Verdadeiro Neg

Acuracia =
CUHC3 = Verdadeiro Pos + Falso Pos + Verdadeiro N eg + Falso Neg

(24)
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Porém, Bucci et.al. [8] argumentam que a acurdcia ndo é uma boa medida para a
OSDA pois depende fortemente do balanceamento das classes. Eles propdem en-
tdo a medida de desempenho “H-score”, definida como a média harmonica entre a
acurdcia CS, i.e. proporgdo de acerto entre o conjunto fechado de categorias Cg, e
a acurdcia OS, i.e. propor¢do de reconhecimento de observagdes desconhecidas da
categoria C4\Cg.

Acurécia CS + Acuracia OS

H-Score =2 Acuricia CS - Acurdcia OS (25)

Os métodos unicamente propostos para a OSR, por outro lado, normalmente ava-
liam seus modelos pela medida “drea abaixo da curva ROC” (do inglés, Area Under
the ROC Curve para ROC sendo Receiver Operating Characteristic — AUCROC), pois o
uso de AUCROC permite desassociar o desempenho obtido do hiper-parametro de
limiar de atribui¢do do rétulo de conhecido/desconhecido [50], usado na maior parte
das propostas de OSR. Neste trabalho, todos os desenvolvimentos foram avaliados
pelas medidas de desempenho acurdcia e H-Score, e, quando necessério, também por

AUCROC.

4.3 TRABALHOS RELACIONADOS

Nesta segdo sdo apresentados e discutidos alguns métodos do estado-da-arte da lite-
ratura sobre a OSDA e suas areas de pesquisa relacionadas, a OSR e a UNDA. Os
métodos estdo apresentados e discutidos na seguinte sequéncia: primeiramente sao
abordados métodos de OSR; em seguida as propostas de OSDA e, por fim, a sua
generalizagdo para UNDA.

4.3.1  Open Set recognition

Meétodos de OSR referem-se a propostas que lidam com o problema bésico de OS,
i.e.,, quando modelos de classificagdo sdo treinados com um conjunto fechado de
treinamento {(xi,yi)}{\l:tqem", constituido por tuplas de dados x € RPimagem e rétulos
Yi € Ctreino, € sdo avaliados em um conjunto de teste ndo rotulado {xi}{it?“e de
dados. No entanto, nada pode-se garantir sobre o conjunto de teste, sendo possivel
existir casos em que seu conjunto de categorias seja maior que o de treinamento
(ICtestel = |Ctreinol) devido a existéncia de classes desconhecidas. Por este motivo,
a OSR busca treinar um modelo capaz de reconhecer em tempo de inferéncia a va-
lidade da entrada. Caso a entrada for desconhecida, deve-se atribuir uma categoria
”"Desconhecida”, e, caso contrdrio, deve-se classificar corretamente em uma das clas-

ses conhecidas Cireino-

open set learning with counterfactual images: Neal et.al. [50] propdem resolver
o problema de OSR com o uso de um simples classificador para |C¢reinol + 1 classes.
Seu método (mais tarde conhecido como OSRCI) baseia-se em declara¢des condicio-
nais contrafactuais que buscam modelar possiveis “estados de coisas” em forma de
vetores e os relacionamentos desses estados como medidas de distancia em um es-
paco vetorial latente z € IRPtatente, Particularmente, os autores geram o espaco latente
através do treinamento de um método generativo AE (para maiores informagdes veja
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a Segdo 2.3.5) composto por um Codificador z = C(x) um Decodificador x = D(z), e
outras duas estruturas, um classificador Class(z) e um discriminador Disc(z). Todas
as partes sdo treinados em conjunto com objetivo de fielmente reconstruir as imagens
de entrada.

Sua abordagem funciona da seguinte forma: Primeiramente, os autores treinam o
AE para reconstrugdo das entradas do conjunto de treinamento. Em seguida, algu-
mas observagdes sdo selecionadas para serem codificadas para o espago latente, onde
serdo submetidas a um processo de otimizagdo que ajusta os elementos de seus ve-
tores latentes em pequenos passos até que a reconstrucdo dele seja classificada como
desconhecido pelo Classificador. Ap6és o processo de otimizacdo, os vetores adapta-
dos sdo reconstruidos pelo Decodificador, gerando imagens sintéticas realistas, que,
agora, sdo categorizadas como desconhecidas pelo classificador. Ao final treina-se
novamente a estrutura Classificadora por mais uma etapa de treinamento, desta vez,
usando as observagdes desconhecidas sinteticamente geradas e o truque de repara-
metrizagdo para classificagdo de observagdes “Desconhecidas”.

ADVERSARIAL RECIPROCAL POINTS LEARNING FOR OPEN SET RECOGNITION
Chen et. al. [13] desenvolveram uma complexa abordagem para o problema de OSR,
chamada por Aprendizagem Adversaria de Pontos Reciprocos (do inglés, Adversarial
Reciprocal Point Learning — ARPL). ARPL propde resolver de modo conjunto o risco
empirico de classificacdo e de espagos abertos através da construcdo de um espaco la-
tente altamente estruturado como mostrado na Figura 19. A grosso modo, os autores
combinam (1) uma rede de Protétipos, para a aprendizagem de pontos reciprocos,
com (2) técnicas de treinamento adversarial, para delimitagdo do espago aberto la-
tente, e (3) a geracdo de observacdes negativas (i.e. desconhecidas) através do uso
de GANSs, para a um ajuste fino do espaco estruturado. Cada uma das etapas da
proposta ARPL estdo descritas a seguir:

1. Redes neurais baseadas em Protétipos foram usadas para a definicdo de um
espago latente centrado em pontos reciprocos que sdo aprendidos automatica-
mente pelo modelo. Cada um desses Pontos refere-se a pontos adversos aos
protétipos (e. g. centroides) das classes, potencialmente representando caracte-
risticas de alteridade dessas classes. Os autores propdem que, através do con-
fronto da alteridades dos pontos reciprocos, pode-se entdo construir um espago
latente onde todos os protétipos sdo aproximadamente equidistantes na perife-
ria do espaco, forcando as observagdes desconhecidas (equidistantes a todos os
pontos reciprocos) ao meio do espago latente.

2. No entanto, mesmo que as observagdes desconhecidas sejam forcadas para o
centro do espago latente, o risco de espago aberto ainda nao é limitado. Por esta
razdo, os autores usaram treinamento adversarial para a delimita¢do do risco
de espaco aberto através da geracdo de representacdes latentes que estejam o
mais longe de todos os pontos reciprocos, mas que, ainda, estejam dentro de
uma hiperesfera de raio R aprendido durante treinamento.

3. Por fim, como o conjunto de teste ndo possui nenhuma informagéo associada
a classe desconhecida, os autores propuseram o uso de GANs para um ajuste
fino do espago latente estruturado. Eles treinaram uma GAN em conjunto com
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o classificador para que suas imagens geradas ndo sejam apenas realistas (en-
ganem o discriminador) mas que também atendam aos critérios associados ao
classificador. As imagens geradas sdo posteriormente usadas para o ajuste fino
do modelo proposto. Maiores informagdes sobre GANSs, veja a Sec¢do 2.3.5).

Figura 19: Espaco de caracteristicas estruturado gerado pelo método ARPL

Os agrupamentos de classes conhecidas estdo localizados na periferia, pontos triangulares referem-se
aos pontos reciprocos de cada classe e pontos centrais referem-se a exemplos negativos. Retirado de [13]

OPEN-SET RECOGNITION: A GOOD CLOSED-SET CLASSIFIER IS ALL YOU NEED.
Vaze et.al. [76] notaram que o desempenho de OSR é fortemente relacionado com
o desempenho do classificador CS, ou seja, sistemas de OSR como um todo obtém
resultados melhores quando o classificador da tarefa (CS) é treinado da melhor ma-
neira possivel. Por esse motivo, os autores propuseram adicionar estratégias de trei-
namento bem estabelecidas da literatura para problemas de classificagdo CS nos mé-
todos de OSR, como o aumento de dados, schedulers de taxa aprendizado, suavizagdo
de rétulos e também Maximum Logit Score em vez de probabilidades softmax. Particu-
larmente, eles comparam o ganho de desempenho dos métodos de OSR quando tais
estratégias de treinamento CS estdo/ndo estdo inseridas nos métodos VGG32 [50]
com Maximum Logit Score, OSRCI [50] e ARPL/ARPL+CS [13]. A adicdo das estraté-
gias de treinamento CS na maioria dos casos resultou em melhoria de desempenho
com relacdo a versdo original. Os autores também propuseram o Semantic Shift Ben-
chmark, um novo benchmark publico com defini¢des de classes mais refinadas para
avaliagdo de abordagens OSR.

4.3.2  Open Set Domain Adaptation

O OSDA (Secdo 4.2) assume a configuragdo desafiadora de misturar as premissas
do OS e do UDA, a grosso modo, o modelo de DL deve lidar com a mudanga de
dominio entre o dominio-fonte rotulado e o dominio-alvo ndo-rotulado que foram
extraidos de diferentes distribuigdes de dados e, durante inferéncia, ser capaz de
reconhecer quando as observagdes encaminhadas sdo desconhecidas ou conhecidas,
e, caso conhecidas, o modelo deve também classifica-las corretamente. Geralmente,
a maioria dos métodos de OSDA [8, 9, 64, 81] lidam apenas com um dominio-fonte
(M = 1). Sdo poucos os casos que abordam a configuracdes ainda mais dificil de lidar
também com Muiltiplos dominios-fontes [54, 7] (M > 1).
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OPEN SET DOMAIN ADAPTATION Busto et.al. [9] foram os pioneiros que leva-
ram o OSR para a drea de pesquisa de adaptagdo de dominio, propondo um mé-
todo versatil que pode ser aplicado em configuragdes ndo-supervisionadas, semi-
supervisionadas, ou ainda para configuragao de CS. Seu arcabougo assume a existén-
cia de categorias desconhecidas tanto no dominio-fonte como no dominio-alvo, fun-
cionando da seguinte forma: primeiramente atribui-se categorias do dominio-fonte
para um subconjunto de exemplos do dominio-alvo, que, em seguida, sio mapeadas
para o espaco de caracteristicas do dominio-alvo. A primeira etapa de atribuicdo de
categorias acontece por meio de um problema de otimiza¢do que atribui ao exem-
plo do dominio-alvo a categoria com menor distancia euclidiana entre o vetor de
caracteristicas do exemplo do dominio-alvo e a média de todos os vetores de carac-
teristicas das amostras dessa categoria. A segunda etapa de mapeamento do espaco
de caracteristicas do dominio-fonte para o espago de caracteristicas do dominio-alvo,
acontece através de uma matriz de transformagio linear W € RP*? composta por
pesos que sdo atualizados por um problema de otimizacdo para a minimizagdo de
uma distdncia euclidiana modificada. Ao final, uma vez que o método apresente
convergeéncia, treina-se uma Mdquina de Vetores de Suporte linear (do inglés, Linear
Suport Vector Machine) sobre o dominio-fonte mapeado sobre o espaco de caracteris-
ticas do dominio-alvo, permitindo classificar tanto classes conhecidas quanto classes
que estdo fora do escopo de conhecimento do modelo.

OPEN SET DOMAIN ADAPTATION BY BACKPROPAGATION Saito et.al. [64] pro-
pde uma abordagem mais restrita que [9] para osmétodos de OSDA, assumindo
durante treinamento um dominio-fonte apenas com observac¢des de classes conhe-
cidas. Para resolver este problema, os autores adotaram um treinamento adversarial
entre o extrator de caracteristicas e o classificador de |G|+ 1 classes, o classificador
é treinado para sempre realizar uma classificagdo correta de observagdes, porém, a
fim de enganar o classificador devido ao treinamento adversarial, o extrator de carac-
teristicas pode escolher entre alinhar as observag¢des do dominio-alvo com conjunto
de classes conhecidas Cg ou com a classe desconhecida. Essa abordagem usa um
hiper-pardmetro de limiar t para decisdo entre “Conhecido”/”Desconhecido”. Caso
a probabilidade da observagdo alvo ser desconhecida (valor da posicdo |C4|+ 1 do
vetor de probabilidades) for maior que t, o modelo a categoriza como desconhecida,
e, caso contrdrio, assume-se que a observagdo é conhecida com sua classe sendo o
indice da maior probabilidade do restante do vetor de probabilidades.

ADVERSARIAL OPEN SET DOMAIN ADAPTATION VIA PROGRESSIVE SELECTION
OF TRANSFERABLE TARGET SAMPLES Gao et.al. [20] argumentam que, mesmo
que alguns trabalhos de OSDA usem técnicas para diminuir a contribui¢cdo de amos-
tras desconhecidas para o aprendizado do modelo, ainda assim, por menor que seja,
seu uso leva a uma consequéncia conhecida como transferéncia negativa (do ingleés,
negative transfer). Os autores, baseando-se no fato que amostras conhecidas sdo mais
transferiveis que amostras desconhecidas do dominio-alvo, buscam evitar o uso de
amostras desconhecidas durante o treinamento através do calculo de um critério para
quantificar a transferibilidade da observacdo. Essa quantificagdo é feita por meio do
uso de classificadores de categorias conhecidas e é usada para discriminar amostras
desconhecidas. Os resultados desses classificadores sdo agrupados por média para
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cada uma das amostras do dominio-alvo, e, a partir de um limiar adaptativo (do
inglés, adaptive threshold), as amostras mais transferiveis sdo escolhidas a cada itera-
¢do. O modelo é submetido a um treinamento adversarial, com objetivo de aprender
um classificador discriminativo entre dominios, mas também, de modo contrario, um
extrator de caracteristicas que mistura os rétulos dos dominios fonte e alvo em um
mesmo espacgo de caracteristicas.

ON THE EFFECTIVENESS OF IMAGE ROTATION OR OPEN SET DOMAIN ADAPTA-
TION Bucci et.al. [8] apresentam trés contribui¢des em seu trabalho: (1) um arca-
bougo para a resolugdo do OSDA com base em SS; (2) uma nova métrica de avaliagdo
para métodos de OS, denominada H-score; e (3) a importancia da reprodutibilidade
de resultados dos trabalhos de DL em geral. O arcabougo proposto, denominado
como Conjunto Aberto baseado em Rotagdo (do inglés, Rotation-based Open Set —
ROS), propoe o uso das tarefas auxiliares de rotagdo dos métodos de SS para que
seu modelo aprenda boas representagdes para os dados de treinamento. Nesta tarefa,
o modelo deve predizer o angulo de rotagdo aplicado sobre a imagem de entrada.
Primeiramente, ROS separa o dominio-alvo em exemplos conhecidos e desconheci-
dos a partir da execugdo da tarefa auxiliar de multi-rotacdo, uma modificagdo da
rotagdo base que forga a rede a classificar o angulo de rotagdo da imagem de entrada
associado a sua classe (por exemplo, “caneta-90°”). Em seguida, seu arcabougo pro-
cura reduzir a mudanca de dominio entre o dominio-fonte e o dominio-alvo através
de uma nova tarefa auxiliar de rotagdo, a rotagdo relativa, que concatena os veto-
res de caracteristicas da imagem original e da imagem rotacionada. ROS assume
as mesmas premissas que [64] em seu trabalho, porém evita a adigdo de um novo
hiper-parametro de limiar através do calculo de um indice de normalidade para cada
exemplo. Caso o indice de normalidade for maior que a média de todas as normali-
dades, o exemplo é aceito e atribuido a uma das classes conhecidas, caso contrério, é
rejeitado como desconhecido.

MULTI-SOURCE OPEN-SET DEEP ADVERSARIAL DOMAIN ADAPTATION Diferen-
temente dos demais trabalhos citados, Rakshit et.al. [54] propde um método de
OSDA voltado para a configuracdo MS, ou seja, seu método denominado MOSDA-
NET procura realizar a adaptagdo de dominio entre um ntmero finito de dominios-
fonte, que compartilham de um mesmo conjunto de categorias Cs, pra um tnico
dominio-alvo, que pode conter observac¢des de categorias desconhecidas. Para isso,
eles buscam aprender um espago de caracteristicas compartilhado entre os dominios,
pela realizagdo de um alinhamento de todos os dominios-fonte e um subconjunto
conhecido de observag¢des do dominio-alvo a0 mesmo tempo que maximiza a dis-
tancia das classes conhecidas para as classes desconhecidas. Os autores usaram téc-
nicas de treinamento adversarial entre o extrator de caracteristicas e o classificador
do dominio-fonte com intuito de (i) alinhar os exemplos conhecidos do dominio-
alvo com o dominio-fonte e (i)) maximizar as margens do pseudo-classificador do
dominio-alvo (i.e., um agrupamento por média dos logits de cada um dos classifica-
dores) para levar para “longe” exemplos desconhecidos.

DISTANCE-BASED HYPERSPHERICAL CLASSIFICATION FOR MULTI-SOURCE OPEN-
-SET DOMAIN ADAPTATION Bucci et.al. [7], propuseram o arcabougo denomi-
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nado HyMOS para a configuragdo do OSDA com muiiltiplos dominios-fonte. Con-
forme mostrado na Figura 20, ele combina técnicas de CL (SupCLR [32]), modelos de
transferéncia de estilo (AdaIN [30]), aprendizado hiperesférico [47] e um amostrador
estruturado de mini-lotes com ntimero balanceado de classe. A grosso modo, Sup-
CLR foi usado para organizar o espago de caracteristicas hiperesférico em grupos de
classes cujos centroides sdo automaticamente aprendiveis pelo arcabougo. Os autores
propdem que o uso conjunto de SupCLR com os mini-lotes estruturados ajudem no
alinhamento entre dominios-fonte, enquanto que a adi¢do de transferéncia de estilo
AdalN como uma outra técnica de transformacdo da SupCon auxilia no alinhamento
entre os dominios-fonte e 0 dominio-alvo. Além disso, os autores argumentam sua
abordagem evita transferéncia negativa de amostras desconhecidas do dominio-alvo,
pois AdalN refere-se a uma abordagem de transferéncia de estilo que, apesar de ge-
rar imagens de saida diferentes, mantém o mesmo contetido semantico da entrada.
O procedimento de treinamento do HyMOS é feito em iteracdes, existindo alguns
pontos de interrupgdo adicionados em periodos regulares durante o curso de treina-
mento. Cada ponto de interrupg¢ao avalia o modelo no dominio-alvo para a selecdo de
exemplos que apresentam altas pontuagdes de confianga, que serdo posteriormente
adicionados ao conjunto de treinamento na forma de um novo dominio-fonte. Dessa
forma, observa¢des do dominio-alvo sdo gradativamente adicionadas ao curso de
treinamento, auxiliando no alinhamento fonte-fonte e, também, fonte-alvo.

Figura 20: Arcabouco do método de OSDA HyMOS
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Arcabougo proposto pelo método HyMOS. Os autores se basearam na técnica de aprendizado contras-
tivo SupCon, onde cria-se duas visualizagdes de uma mesma entrada ancora, que serdo encaminhadas
pelo modelo de extragdo de caracteristicas e, posteriomente, serdo penalizadas para que suas projegdes
finais sejam o mais semelhante possivel entre si e entre projecdes as de uma mesma categoria. A prin-
cipal diferenca com relagdo ao SupCon, nesse caso, refere-se a adi¢do de uma fungdo de transformacao
de estilo ndo-supervisionada que é adicionada ao conjunto de fungdes de perturbagdo do SupCon. Caso
essa fungdo de transferéncia de estilo seja aleatoriamente escolhida, uma das visualizagdes da entrada
ancora apesar de manter seu contetido sematioco, apresentard um estilo mais préximo ao dominio-alvo
nédo supervisionado. Retirado do repositério HyMOS [7]

LEARNING TO GENERATE THE UNKNOWNS AS A REMEDY TO THE OPEN-SET DO-
MAIN SHIFT Baktashmotlagh et.al. [4] propdem aumentar o conjunto de dados de
treinamento através da geragdo de exemplos desconhecidos para se evitar o problema
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da transferéncia negativa. Para isso, seu arcabouco contém uma estrutura geradora,
extratora de caracteristicas, discriminadora de dominios e classificadora com |Cg| + 1
neurdnios que sdo treinados de modo conjunto. A etapa de otimizagdo ajusta dife-
rentes partes do arcabougo por vez. Inicialmente, os parametros do gerador, extrator
de caracteristicas e classificador sdo ajustados para minimizar uma fung¢do de erro
definida pela soma de duas componentes de Entropia-cruzada, uma para aprendi-
zagem da tarefa do dominio-fonte e outra que forca um viés de classificagdo nos
exemplos gerados que os induzem a ser classificados negativamente pelo classifica-
dor. Em seguida, os autores usaram técnicas de treinamento adversarial entre o dis-
criminador de dominio e o restante do arcabougo (gerador, extrator de caracteristicas
e classificador) para que as representa¢des latentes do dominio-fonte e alvo sejam
indistinguiveis. Por fim, os dominios fonte e alvo sdo alinhados sobre uma perspec-
tiva CS, realizada pela minimizacdo de um erro baseado na medida de Discrepancia
Média Maxima (do inglés, Maximum Mean Discrepancy — MMD) de alinhamento de
distribuigdes. Como resultado, uma abordagem robusta, que ndo requer o ajuste de
hiper-pardmetros e que é facilmente incorporada em outros métodos foi desenvol-
vida, obtendo-se resultados de estado-de-arte para o problema de OSDA.

UNKNOWN-ORIENTED LEARNING FOR OPEN SET DOMAIN ADAPTATION Neste
trabalho, Liu et.al. [41] notaram que a distribui¢do dos dados ndo-rotulados do
dominio-alvo em problemas de OSDA sdo complexas, usualmente contendo infor-
macOes semanticas de diversas classes desconhecidas que sdo agrupadas em uma
tnica grande classe U. Por esse motivo, os autores propuseram uma estrutura de
Aprendizado Direcionado ao Desconhecido (do inglés, Unknown-Oriented Learning —
UOL) composta por 3 estdgios. O primeiro estagio refere-se a escavagdo de verda-
deiros desconhecidos por um detector de multiplos desconhecidos, i.e., um modelo
classificador de |C¢|+ N neurdnios que atribui a observagdo de entrada a uma de suas
classes conhecidas Cr ou desconhecidas N. A segunda etapa busca suprimir falsos
desconhecidos através do uso de informagdes contidas no fluxo de gradientes do ar-
cabougo. Para isso grafos densos sdo construidos com objetivo de modelar a relagao
entre os dominios fonte e alvo, que posteriormente serdo inferidos no dominio-alvo
para a supressdo de observagdes falsas negativas. Por fim, uma vez que os verda-
deiros desconhecidos sao destacados e os falsos negativos suprimidos, o problema
inicial de OSDA altera-se para um problema de UDA simples, em que os autores
adotaram discriminadores de dominios individuais para cada classe e um classifica-
dor estendido que sdo treinados adversarialmente.

4.3.3 Universal Domain Adaptation

A drea de pesquisa da UNDA pressupde que dificilmente seria possivel conhecer
previamente o nivel da mudanga de categoria entre o dominio fonte e alvo em pro-
blemas do mundo real, e, portanto, propde uma generalizagdo da UDA para métodos
que lidam com os diferentes desalinhamentos de rétulos entre os dominios. a UNDA
compreende 4 diferentes tipos mudancas de categorias, sendo eles: (1) o cendrio base
da UDA com um alinhamento completo de categorias €5 = Cf; (2) um compartilha-
mento parcial de categorias para o dominio-fonte €5 C Cf, quando o dominio-alvo
possui menos categorias que o dominio-fonte; (3) o cendrio da OSDA com um com-
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partilhamento parcial de categorias para o dominio-alvo Cr C Ca; (4) Uma mistura
entre os tipos (2) e (3), ou seja, existe um alinhamento de categorias entre os domi-
nios €A N Cr # 0, porém também existem categorias adicionais no dominio-fonte e
dominio-alvo.

UNIVERSAL DOMAIN ADAPTATION THROUGH SELF-SUPERVISION Neste traba-
lho Saito et.al. [62] definem a 4rea de pesquisa da UNDA e propdem o arcabouco
de Agrupamento de Vizinhan¢a Adaptavel de Dominio via Otimizacdo de Entropia
(do inglés, Domain Adaptive Neighborhood Clustering via Entropy optimization —- DANCE)
que usa técnicas de agrupamento de Auto-Supervisdo (SS) para lidar com esse pro-
blema. Um dos principais diferenciais de DANCE refere-se a ndo utilizacdo direta
da supervisdo do dominio-fonte. Primeiramente seu arcabou¢o modela os agrupa-
mentos do dominio-alvo com a técnica de agrupamento por vizinhanga de SS para
gerar um espago de caracteristicas discriminado pelo dominio-alvo, s6 entdo, usa-se
a supervisdo do dominio-fonte para alinhar as informagdes de categorias do espaco
discriminado do dominio-alvo por técnicas de alinhamento de distribui¢des baseadas
em BN. Duas novas fung¢do de erro sdo também introduzidas pelos autores, um erro
de alinhamento parcial de dominios denominado por erro de separagdo de entropia,
e o erro de agrupamento por vizinhanga SS.

OVANET: ONE-VS-ALL NETWORK FOR UNIVERSAL DOMAIN ADAPTATION Neste
trabalho, Saito, o0 mesmo autor principal do método OSDA-BP, DANCE e pioneiro
da UNDA, propde uma nova abordagem simples e eficaz para UNDA denominada
OVANet [63]. Seu arcabougo consiste de um extrator de caracteristicas compartilhado
entre duas cabegas classificadoras (Figura 21). A primeira cabeca contém um classifi-
cador linear de |Cf| neurdnios voltado para a aprendizagem da tarefa de classificagdo.
A segunda cabega, por outro lado, possui um conjunto de classificadores bindrios na
configuracdo um-contra-todos, ou seja, |Cr| classificadores de 2 neurdnios cada. Cada
classificador um-contra-todos foi treinado para reconhecer as entradas de sua prépria
classe como positivas (rétulo 1) e entradas de outras classes como negativas (rétulo
0). Os autores propuseram também duas novas fun¢des de erro para (1) penalizar os
classificadores bindrios a aprender limites de classificacdo mais estreitos, e (2) forcar
o modelo a encaixar exemplos do dominio-alvo como conhecidos ou desconhecidos
pelos classificadores bindrios. Por esta razdo, a informagdo da margem aprendida pe-
los classificadores pode ser explorada durante a inferéncia, permitindo a classificagdo
de observagdes que estejam fora do limiar de probabilidade como desconhecidas. A
OVANet foi usada como base durante todo o processo de experimentacdo da etapa
de OSDA deste trabalho, portanto, maiores detalhes sobre o método serdo feitos a
seguir (Segao 4.4).

A Tabela 7 resume as técnicas adotadas por cada um dos trabalhos de OSR, OSDA
e UNDA descritos anteriormente. Nomes em vermelho referem-se as propostas que
foram diretamente usadas durante os desenvolvimento desta secao.

4.4 DESENVOLVIMENTOS

Para essa etapa do trabalho, adotou-se o método OVANet [63], uma abordagem para
o problema de UNDA, como base para todas as demais investigacOes realizadas
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Figura 21: Arquitetura do métodos OVANet
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Arcabouco do método de UNDA OVANet, que consiste de um estrutura extratora de caracteristicas
(ResNet50 ou VGG16), uma cabega para classificagdo de conjunto fechado Cj, referente a um classifi-
cador linear para K classes, e uma cabeca para classificagdo de conjunto aberto C,, composta por um
conjunto de classificadores bindrios um-contra-todos. Durante inferéncia, a cabeca Cy é usada para ge-
racdo de pseudo-rétulos para a entrada extrida do dominio-alvo, que serdo em seguida usados para
a escolha de um classificador bindrio um-contra-todos que indicard a probabilidade dessa entrada ser
conhecida/desconhecida. Fonte: Adaptado de [63]

nessa se¢do. A UNDA ¢é uma generalizacdo do problema de UDA para diferentes ti-
pos de desalinhamentos de categorias entre um dominio-fonte supervisionado e um
dominio-alvo ndo supervisionado, dentre eles, e. g., o alinhamento parcial de catego-
rias para o dominio-alvo (OSDA). E importante observar que os métodos de UNDA
também sdo diretamente aplicaveis a problemas de OSDA. Além disso, a escolha da
OVANet como método base ndo foi arbitrdria. Em primeiro lugar, é um trabalho re-
cente, com bons resultados e cédigo-fonte aberto ao ptblico *. O autor principal da
OVANet, Kuniaki Saito, também possui grande experiéncia em problemas de UDA e
OSDA, sendo ele o autor principal de [64], um dos primeiros trabalhos que adotaram
uma defini¢do mais forte e desafiadora para OSDA, e [62], o trabalho que definiu a
generalizagdo UNDA.

Cada uma das linhas de investiga¢des que foram propostas nesse trabalho contou
com uma cépia do cédigo-fonte original da OVANet que foi minimamente alterado
para a implementacdo das modificagdes necessdrias, da mesma forma que foi feito an-
teriormente na Se¢do 3.5.3. Isso permitiu manter o mesmo procedimento experimen-
tal e conjunto de hiper-parametros do trabalho original, garantindo uma comparagéao
justa entre os novos resultados com os resultados ja reportados pelos autores.

O OVANet refere-se a um modelo de DL baseado na técnica de um-contra-todos
(do inglés, One-vs-All). Em termos arquiteturais, 0 OVANet possui uma etapa de ex-
tragdo de caracteristicas G compartilhada entre duas cabegas C; e C,. Assumindo
que o conjunto de classes do dominio-fonte tenha cardinalidade de K = [Cf| clas-
ses, define-se entdo C; como um classificador linear para a classificacdo de K clas-
ses e C como um conjunto de classificadores bindrios one-vs-all para cada classe,

1 https://github.com/VisionLearningGroup/OVANet — acessado em 02 de Janeiro de 2023
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Tabela 7: Comparagdo das estratégias usadas pelos métodos apresentados anteriormente
nesta secdo.

‘ Métodos ‘ Unico fonte ‘ Muiltiplos fontes ‘ Generativo ‘ adversarial ‘ Auto-supervisao ‘ Contrastivo
OSRCI [50] v v
0s ARPL [13] v v
MLS [76]
OSDA [9] v
OSDA+BP [64] v v
STA [20] v
OSDA ROS [8] v v
MOSDANET [54] v v
HyMOS [7] v v v v
Generate [4] v v v
UOL [41] v v
UNDA OVANet [63] v
DANCE [62] v v

ou seja, K x 2 neurdnios de saida que classificam uma observagao entre “Desconhe-
cida” (rétulo 0) ou "Conhecida” (rétulo 1). Para o restante desse trabalho, vamos
supor as seguintes formalidades. Cada um dos classificadores bindrios de C; se-
rdo enumerados acima {Céo), ..., C EK)}. A probabilidade softmax da observagido de
entrada x ser classificada como sendo da classe y; pelo classificador C; serd de-
notado pela expressdo pc, (yilxi) = (softmax o Cy o G)(x;i). A probabilidade soft-
max de x ser conhecido pelo classificador bindrio Cgk) serd dada pela expressdo
PegolTxi) = (softmax o o G)(x).

O processo de treinamento da OVANet acontece em iteracdes, e ndo em épocas.
Cada iteracdo neste caso se refere-se ao encaminhamento e retro-propagacdo de um
mini-lote extraido das distribui¢des de treinamento e de teste.

1. Primeiramente, extrai-se um mini-lote de treinamento do dominio-fonte e o
encaminha pela OVANet. Em seguida, as componentes do erro para o dominio-
fonte Ltonte = Lclass + Lova sd0 calculadas sobre as probabilidades softmax
de saida dos classificadores Cy e C;. Particularmente, para C; calcula-se a fun-
¢do de entropia-cruzada entre sua saida e os rétulos.

K
F
Lclass = - Z yi logp(xi )
i=1
E para C; calcula-se a soma de duas fung¢des de erro. A primeira delas como
a média da entropia-cruzada bindria da saida do classificador bindrio C;yi) e
os rétulo “Conhecidos” (1), e, uma fungdo de erro proposta pelos autores que

penaliza o modelo com relagdo ao exemplo Negativo rigido mais préximo (do
inglés, Hard Negative Classifier Sampling — HNCS)

1 . . .
Lova = —3108(p sy (1)) — min log(1 —p .y (11x")))

2. Logo apds o encaminhamento do dominio-fonte, 0 mesmo acontece para o
dominio-alvo. Um mini-lote de dados é extraido do dominio-alvo e encami-
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nhado pela OVANet. Porém, como o dominio-alvo ndo possui rétulos os auto-
res propuseram calcular a fungdo de Entropia de Shannon [67] para cada um
dos classificadores bindrios de C,. Dessa forma, o modelo escolhe entre alinhar
a observagdao do dominio-alvo como “Conhecida” ou “Desconhecida” para cada
um dos classificadores bindrios treinados no dominio-fonte.

K

Lent = —j_Z]PC(Zj)(”X{\)10gPC(ZjJ(1|Xf\) +(1 —PC(Zn(”X{\))lOgU —PCQJ(HX?))

Por fim, as componentes sdo agrupadas em uma expressdo final que resulta em um
unico valor de erro

Ltotal = Lclass + £‘ova +>\Lent

esse valor é entdo usado pelo otimizador para o calculo dos gradientes e atualizagao
dos parametros da OVANet.

O OVANet realiza seus experimentos sobre conjuntos de dados comuns da UDA,
sendo eles, Office31 [61], Office-Home [78], VisDA [53] e DomainNet [52]. Cada um
dos conjuntos de dados sdo divididos em dominios, que contém observagdes asso-
ciadas a rétulos de um conjunto de categorias C. Para cada experimento, escolhe-se
um dominio como fonte e outro como alvo. Em seguida, divide-se o conjunto total
de classes € em um subconjunto de classes que representam as classes “Conheci-
das” (Ckk C €) e em um outro subconjunto de classes que representam as classes
"Desconhecidas”, definida, ou como restante das classes Cyy = C\Cxk, ou como um
subconjunto do restante de classes que ndo tenha interseccdo com as classes “Conhe-
cidas” Cyu C C\Ckk. Por exemplo, para a Office31 ordena-se € em ordem alfabética
e escolhe-se as primeiras 10 classes como “Conhecidas” e as préximas 10 classes como
"Desconhecidas”, descartando as 11 classes restantes do conjunto de dados. Para a
OfficeHome, por outro lado, adota-se as primeiras 20 classes como “Conhecidas” e
as proximas 45 classes como “Desconhecidas”.

Uma vez que o conjunto de categorias "Conhecido” Cxx e "Desconhecido” Cyu
estejam definidos, todas as observagdes do dominio-fonte com categorias em Cxx
sdo usadas como conjunto de treinamento e todas as observa¢des do dominio-alvo
com categorias em Cxk sdo usadas como conjunto de teste. Além disso, todas as
observagdes do dominio-alvo que sejam de classes desconhecidas Cyy, também sdo
inseridas no conjunto de teste, mas associadas a um novo e tinico rétulo “Desconhe-
cido”. Durante a etapa de treinamento, o OVANet usa o conjunto de treinamento
para o treinamento do extrator de caracteristicas G e dos classificadores C; e C;,
e o conjunto de teste para o treinamento do classificar C, pelo erro de entropia.
Para a etapa de Inferéncia, por outro lado, apenas observagdes do conjunto de teste
sdo encaminhados pelo OVANet, usando as predi¢des de C; para a escolha de um
pseudo-rétulo e C, para decisdo de “conhecido” ou "Desconhecido” pelo classifica-
dor bindrio referente ao pseudo-rétulo.

Portanto, para cada experimento escolhe-se um dominio como fonte e outro como
alvo. Em seguida extrai-se um subconjunto de classes referente as classes “Conheci-
das”, usadas para constru¢do do conjunto de treinamento com base nos dados do
dominio-fonte e conjunto de teste com base nos dados do dominio-alvo, e um sub-
conjunto de classes “Desconhecidas”, usadas para incremento do conjunto de teste
com base nos dados do dominio-alvo. Esses conjuntos sdo entdo usados durante o
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